ROZDZIAL 19

UCZENIE MASZYNOWE
Z PRZYKLADOWYCH DANYCH

Liniowa Liniowo-sinusoidalna Odcinkami liniowa Wielomian 12. stopnia

Zbioér danych nr 1

Zbioér danych nr2

RYSUNEK 19.1. Znajdowanie hipotez pasujacych do danych. Gérny rzad: cztery wykresy najlepiej dopasowanych
funkcji dla czterech hipotez wytrenowanych na tym samym zbiorze danych, pochodzacych z réznych prze-
strzeni. Dolny rzad: te same cztery funkcje, wytrenowane na nieco odmiennym zbiorze danych (prébkowanych
z tej samej funkcji f(x))
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RYSUNEK 19.2. Drzewo decyzyjne dla problemu oczekiwania na stolik w restauracji
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RYSUNEK 19.3. Podzialy zbioru przyktadéw na podstawie testowania atrybutéw. Dla kazdego wezta pokazano pozy-
tywne (jasne pola) i negatywne (ciemne pola) przyktady pozostate w wyniku podziatu w tym wezle. Podziat wedtug
atrybutu Typ nie przybliza nas do rozrézniania przyktadéw pozytywnych od negatywnych. Podziat wedtug atrybutu
Patroni bardzo dobrze rozdziela natomiast obie kategorie przyktadéw; kolejnym sugerowanym podziatem w tej sy-

tuacji jest podzial wedtug atrybutu Gtodny
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Francuska Burger

RYSUNEK 19.4. Drzewo decyzyjne indukowane przez 12-elementowy zbidr treningowy
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RYSUNEK 19.5. Krzywa uczenia dla algorytmu opartego na drzewie decyzyjnym, na bazie 100 wygenerowanych
losowo przyktadéw z problemu restauracyjnego. Kazdy punkt danych jest wynikiem usrednienia po 20 prébach
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RYSUNEK 19.6. Stopy btedéw dla zbioru treningowego (dolna, zielona linia) i zbioru walidacyjnego (gérna, rézowa
linia) w funkcji ztozonos$ci modelu uczenia przy rozwigzywaniu dwéch réznych probleméw. Algorytm MODEL-SELECTION
wybiera warto$¢ hiperparametru odpowiadajacg minimum stopy btedu w zbiorze walidacyjnym. Wykres w cze$ci
(a) odzwierciedla rozwigzywanie problemu restauracyjnego z sekcji 19.2.1 za pomoca drzewa decyzyjnego — opty-
malna warto$¢ hiperparametru to 7 weztéw. W czesci (b) model uczenia jest konwolucyjng siecig neuronowg (patrz
podrozdziat 21.3), a warto$¢ hiperparametru jest liczbg regularnych parametréw tej sieci; rozwigzywany problem
polega na rozpoznawaniu cyfr w prébkach pisma odrecznego, zebranych jako kolekcja obrazéw w zbiorze danych
MNIST (http://archive.ics.uci.edu/ml/datasets/Optical+Recognition+of+Handwritten+Digits)'. Optymalng wartoScia
hiperparametru jest 1 000 000 (skala na osi poziomej jest logarytmiczna)

Nie Nie
Patroni(x, Kilku) |—>| Patroni(x, Wielu) A Weekend(x) l——m

Tak Tak

RYSUNEK 19.7. Lista decyzyjna dla problemu restauracyjnego

1 Problem ten, a takze jego rozwigzywanie przy uzyciu bibliotek jezyka Python, opisane s3 szczeg6towo w podrozdziale 15.6 ksigzki
Python dla programistéw. Big Data i Al. Studia przypadkéw, wyd. Helion 2020, https://helion.pl/ksiazki/pytprs.htm — przyp. ttum.
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RYSUNEK 19.8. Krzywa uczenia dla algorytmu DECISION-LIST-LEARNING zastosowanego do problemu restauracyj-
nego, w poréwnaniu z algorytmem LEARN-DECISION-TREE. Jak wida¢, dla tego konkretnego problemu drzewa decy-
zyjne spisuja sie nieco lepiej
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RYSUNEK 19.9. (a) Punkty danych odzwierciedlajace cene sprzedazy domu w funkcji jego powierzchni uzytkowej
(Berkeley, Kalifornia, lipiec 2009) wraz z hipoteza liniowa minimalizujaca funkcje straty L2: y = 0,232x + 246.

2
(b) Wykres funkcji straty . (yj — (wix + WO)) dla r6znych wartosci wo i wi. Zauwazmy, Ze funkcja straty jest wy-
pukita — ma jedno globalne minimum
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RYSUNEK 19.10. Pogladowe wyjasnienie, dlaczego regularyzacja L1 przejawia tendencje do generowania modeli rzad-
kich. Lewa strona: w obszarze regularyzacji L1 (romb) punkt potozony na jednym z koncentrycznych kregéw, repre-
zentujacych najmniejsza osiggalng strate, potozony jest zwykle na osi, a wiec ma zerowa wage. Prawa strona: obsza-
rem regularyzacji Lz jest koto; jego punkt stycznos$ci ze wspomnianym kregiem moze znajdowac sie gdziekolwiek,
bez zwigzku z osiami
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RYSUNEK 19.11. (a) Wykres dwéch parametréow danych sejsmicznych: magnitudy fali wgtebnej (ang. body wave) x1
i magnitudy fali powierzchniowej (ang. surface wave) xz.zarejestrowanych w wyniku naturalnych trzesien ziemi
(otwarte pomaranczowe okregi) i eksplozji nuklearnych (zielone punkty) w latach 1981 - 1990 w Azji i na Srodko-
wym Wschodzie (Kebeasy i in., 1998). Uwidoczniono takze granice decyzyjna miedzy obiema klasami. (b) Te same
wielko$ci reprezentowane przez wieksza liczbe punktéw; jak wida¢, dane nie s3 juz liniowo separowalne
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RYSUNEK 19.12. (a) Wykres doktadnosci przewidywan dla catego zbioru treningowego w funkcji liczby iteracji,
W uczeniu perceptronowym, na bazie danych sejsmicznych przedstawionych w czesci (a) rysunku 19.11. (b) Analo-
giczny wykres dla zakt6conych, nieseparowalnych liniowo danych z czesci (b) rysunku 19.11. (c) Wykres podobny
do (b), szybkoscig uczenia zmieniajaca sie w czasie wedtug formuty a(t) = 1000/(1000 + ¢t)
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w punkcie z = 0. (b) Funkcja logistyczna Logistic(z) = i
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RYSUNEK 19.13. (a) Funkcja twardego progu Threshold(z) z wyj$ciem 0/1; zauwazmy, Ze nie jest ona rézniczkowalna

zwana takze funkcjq sigmoidalng. (c) Wykres hipotezy

stanowigcej wynik regresji logistycznej hw(x) = Logistic(w - x) dla danych z czesci (b) rysunku 19.11
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RYSUNEK 19.14. Powtorka eksperymentu z rysunku 19.12 z uzyciem regresji logistycznej. Wykres w czesci (a) obejmuje
5000 iteracji (zamiast 700), liczba iteracji w cze$ciach (b) i (c) nie zmienita sie
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RYSUNEK 19.15. (a) Model k najblizszych sgsiadéw ukazujacy zakres klasy eksplozji nuklearnych dla danych z rysunku
19.11 dla k = 1. Przeuczenie jest ewidentne. (b) Dla k = 5 problem przeuczenia znika, dla tego zbioru danych
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RYSUNEK 19.16. Nieparametryczne modele regresyjne. (a) Potaczenie punktéw. (b) Usrednienie wg 3 najblizszych
sgsiadéw. (c) Regresja liniowa wg 3 najblizszych sgsiadéw. (d) Lokalna regresja wazona z jadrem kwadratowym
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RYSUNEK 19.17. Klasyfikacja za pomocg maszyny SVM. (a) Dwie klasy punktéw i trzy kandydatury na separatory li-
niowe. (b) Separator z maksymalnym marginesem (pogrubiona linia) potoZony jest wewnatrz marginesu (tu ograni-
czonego przez dwie linie przerywane). Wektory nosne (punkty otoczone wiekszymi okregami) to przyktady (tutaj trzy)
potozone najblizej separatora.
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RYSUNEK 19.18. (a) Dwuwymiarowy zbidr treningowy z przyktadami pozytywnymi (zielone punkty) i negatywnymi
(pomaranczowe okregi) wraz z rzeczywista granica decyzyjna (niebieskim okregiem o réwnaniu x? + x =1 (b)
Ten sam zbiér przeksztatcony przez mapowanie do tréjwymiarowej przestrzeni (x?, x3, vV2x;x,). Granica decyzyjna
przeksztatca sie do ptaszczyzny potozonej w przestrzeni tréjwymiarowej; zblizeniem tego widoku jest sytuacja przed-
stawiona w czesci (b) rysunku 19.17
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RYSUNEK 19.19. [lustracja zwiekszenia ekspresywnosci uzyskanego dzieki uczeniu zespotowemu. Widzimy kombina-
cje trzech hipotez z progami liniowymi, kazda z nich klasyfikuje przyktady pozytywne po niezakreskowanej stronie
progu. Agregacja tych trzech hipotez wyznacza nowa hipoteze, klasyfikujaca przyktady pozytywne wewnatrz tréjkat-
nego obszaru, a przyktady negatywne na zewnatrz niego. Takiej klasyfikacji nie spos6b wyrazi¢ w kategoriach orygi-
nalnej przestrzeni hipotez sktadowych
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RYSUNEK 19.20. Tak dziata boosting. Kazdy prostokat odpowiada jednemu przyktadowi, wysoko$¢ prostokata jest propor-
cjonalna do wagi tego przyktadu. Symbol v oznacza prawidtowe zaklasyfikowanie przyktadu przez biezaca hipoteze, sym-
bol x — zaklasyfikowanie btedne. Rozmiar drzewa decyzyjnego decyduje o wadze odno$nej hipotezy w finalnym zespole
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RYSUNEK 19.21. (a) Wykres ilustrujacy wydajno$¢ boostowanego pienka decyzyjnego dla K = 5 w poréwnaniu z poje-
dynczym pienkiem dla danych problemu restauracyjnego. (b) Trafno$¢ dla zbioru treningowego i zbioru testowego
w funkcji liczby hipotez w zespole (K). Zauwazmy, Ze trafno$¢ dla zbioru testowego poprawia sie nieznacznie nawet
po tym, jak trafno$¢ dla zbioru treningowego osiagnie 100%
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RYSUNEK 19.22. Dwuwymiarowa mapa t-SNE zbioru MNIST — kolekcji 60 000 obrazéw przedstawiajacych odrecznie
napisane cyfry, kazdy o rozmiarze 28x28 pikseli, czyli o 784 wymiarach. Nietrudno zauwazy¢ klastery dla poszcze-
gblnych cyfr, z niewielkimi pomytkami w kazdym klasterze — na przyktad w klasterze odpowiadajacym cyfrze 0
znajduje sie kilka punktow reprezentujacych 3 i 6. Algorytm t-SNE znajduje reprezentacje eksponujacg réznice mie-
dzy klasterami
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UCZENIE MODELI PROBABILISTYCZNYCH
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RYSUNEK 20.1. (a) Prawdopodobienstwa a posteriori P(h: | d, .., dv) z rGwnania (20.1). Liczba obserwacji N zmienia sie
od 1 do 10, kazda obserwacja dotyczy cukierka limonkowego. (b) Przewidywanie bayesowskie P(Dn-+1 = limonkowy | d1,
.., dn) zgodnie z réwnaniem (20.2)
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RYSUNEK 20.2. (a) Model sieci bayesowskiej dla przypadku torebki z cukierkami o nieznanej proporcji smakdow.
(b) Model dla przypadku, gdy kolor opakowania powigzany jest (probabilistycznie) ze smakiem cukierka
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RYSUNEK 20.3. Krzywa uczenia naiwnego uczenia bayesowskiego dla problemu restauracyjnego z rozdziatu 19.
Dla poréwnania — krzywa uczenia przy uzyciu drzew decyzyjnych dla tego samego problemu
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RYSUNEK 20.4. (a) Liniowy model gaussowski opisywany przez réwnanie y = 01x + 62 z szumem gaussowskim o usta-
lonej wariancji. (b) Zbiér 50 punktéw danych wygenerowanych przez ten model i linia najlepszego dopasowania
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RYSUNEK 20.5. Przyktady rozktadéw Beta(a, b) dla réznych wartosciaib
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RYSUNEK 20.6. Sie¢ bayesowska odpowiadajaca procesowi uczenia bayesowskiego. Prawdopodobienstwa a posteriori
zmiennych parametrycznych 0, 01i @2 mozna wywnioskowac z ich rozktadéw a priori oraz zmiennych dowodowych
Smaki i Opakowanie;

(@) (b)

RYSUNEK 20.7. Bayesowska regresja liniowa z modelem ograniczonym do wykresu przechodzacego przez poczatek
uktadu wspétrzednych i z ustalong wariancjg szumu o2 = 0,2. Pokazano kontury dla #1, +2 i +3 odchylen standardo-
wych dla przewidywanej gestosci. (a) Przy trzech punktach danych w poblizu punktu (0, 0) nachylenie jest do$¢ niepewne,
przy o2 ~ 0,3861. Zwré¢my uwage na to, jak niepewno$¢ ta wzrasta wraz z odlegtoécig od obserwowanych punktéw
danych. (b) Dodanie dwéch odleglych punktéw skutkuje $ci$lejszym ograniczeniem nachylenia 6 przy o2 =~ 0,0286.
Pozostata wariancja przewidywanej gestosci jest niemal catkowicie wyznaczona przez staty szum o2 = 0,2
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RYSUNEK 20.8. (a) Wykres 3D mieszanki gaussowskiej z czesci (a) rysunku 20.12. (b) Prébka 128 punktéw z mieszanki
wraz z dwoma badanymi punktami (mate kwadraty) i 10 najblizszymi sagsiadami kazdego z nich (duzy i maty okrag)

Gestos¢ prawdopodobienstwa Gestos¢ prawdopodobienstwa Gestos¢ prawdopodobieristwa

(@) (b) ©

RYSUNEK 20.9. Estymowanie gesto$ci za pomoca k najblizszych sasiadéw w zastosowaniu do danych z czesci (b) ry-
sunku 20.8, dla k = 3,101 40. Dla k = 3 wykres jest zbyt szpiczasty, dla k = 40 jest zbyt gtadki, k = 10 wydaje sie bardzo
dobrym przyblizeniem. Do znalezienia najlepszej wartosci k mozna wykorzysta¢ walidacje krzyzowg

Gestos¢ prawdopodobienstwa Gesto$¢ prawdopodobienstwa Gesto$¢ prawdopodobienstwa

(0)

RYSUNEK 20.10. Estymowanie funkcji gesto$ci prawdopodobienstwa przy uzyciu funkcji jadra dla danych z czesci
(b) rysunku 20.8, z wykorzystaniem jader gaussowskich dlaw = 0,02, 0,07 i 0.20; w = 0,07 wydaje sie najlepszym wyborem
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RYSUNEK 20.11. (a) Prosta sie¢ diagnostyczna dla rozpoznawania choroby serca, reprezentowanej przez zmienng
ukryta. Kazda zmienna moze przyjmowac trzy wartosci i etykietowana jest przez liczbe niezaleznych parametréow
w jej rozktadzie warunkowym; tagczna liczba parametréw wynosi 78. (b) Rownowazna sie¢ po usunieciu zmiennej

ChorobaSerca. Zauwazmy, Ze zmienne reprezentujace objawy przestaly by¢ warunkowo niezalezne wobec swych ro-
dzicow. Ta sie¢ wymaga 708 parametréw

1

081
06
04
0,2 0,21 0,2
_— 0 _— 0 -
0 02 04 06 08 1 0 02 04 06 08 1 0 02 04 06 08 1
@) (b) (@

RYSUNEK 20.12. (a) Model mieszanki gaussowskiej z trzema komponentami, posiadajacymi wagi (odpowiednio od
lewej do prawej) 0,2, 0,31 0,5. (b) Zbiér 500 punktéw danych prébkowanych z rozktadu w czesci (a). (c) Model zre-
konstruowany na podstawie danych z czesci (b)
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RYSUNEK 20.13. Wykresy przedstawiajgce wiarygodno$c¢ logarytmiczng danych (L) jako funkcje liczby iteracji wyko-
nanych przez algorytm EM; linia pozioma przedstawia wiarygodnos$¢ logarytmiczng zgodnie z prawdziwym mode-
lem. (a) Wykres dla modelu mieszanki gaussowskiej z rysunku 20.12. (b) Wykres dla sieci bayesowskiej z cze$ci (a)

rysunku 20.14

Torebka | P(F = wisniowy | B)
1 eF1
2 0

F2

P(Torebka = 1)
[S]

)

(a

(b)

RYSUNEK 20.14. (a) Model mieszanki dla historyjki z cukierkami. Proporcje ré6znych smakéw, koloréw opako-
wan i obecnosci/braku dziurki nie s3 obserwowane, moga by¢ rézne dla réznych torebek. (b) Sie¢ bayesowska dla
mieszanki gaussowskiej. Srednia i kowariancja obserwowanych zmiennych X zalezne s3 od komponentu C
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P(D,)

0,7

D,

RYSUNEK 20.15. Rozwinieta dynamiczna sie¢ bayesowska reprezentujgca ukryty taficuch Markowa (reprodukcja

rysunku 14.14)

D, P(D|| Dy
P 0,7
f 0,3

D,

Parasol,

D, | P(P|D,)
P | 09
fl o2

D, | P(D,[D,) , | P@,ID) D, |POJD,) D, |P(O,ID,)

p| 07 Pl 07 p| 07 p| 07

fl 03 fl o3 fl o3 fl o3
(Deszcz,)

Parasol,

D

D, | P(P|D,) D, | P(P)D,) D, | P(PD,) . | P(PID,)
p 09 P 0,9 P 0,9 p 0,9
f 0,2 f 0,2 f 0,2 f 0,2
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RYSUNEK 21.1. (a) Ptytki model, taki jak regresja liniowa, charakteryzuje sie krotkimi Sciezkami obliczeniowymi miedzy
wej$ciami a wyjsciami. (b) W sieci list decyzyjnych (patrz podrozdziat 19.5) Sciezki obliczeniowe moga by¢ dtuzsze
dla niektérych wejs¢, jednak wiekszo$¢ Sciezek to krotkie Sciezki. (c) W sieci gtebokiego uczenia $ciezki generalnie sg
dtugie, dzieki czemu kazda zmienna moze oddziatywac¢ z pozostatymi
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1 8 1
09 7 e 0,8
08 . softplus 06
07 RelLU 0,4
0,6 5 0,2
0,5 4 0
0,4 3 -0,2
0,3 > -04
0,2 1 -0,6
0,1 » -0,8
0 +r———— 0 e —f——— -1 —_——
6 -4 -2 0 2 4 6 6 -4 2 0 2 4 6 6 -4 -2 0 2 4 6
@) (b) (©

RYSUNEK 21.2. Funkcje aktywacyjne najczesciej wykorzystywane w systemach gtebokiego uczenia (a) funkcja logi-
styczna (sigmoidalna) (b) funkcje ReLUi softplus (c) funkcja tanh

(@)

RYSUNEK 21.3. (a) Sie¢ neuronowa z dwoma wejsciami, jedng warstwa ukryta zawierajacg dwie jednostki i jedng jed-
nostka wyj$ciowa. Nie pokazano fikcyjnych wejs¢ i zwigzanych z nimi wag. (b) Ta sama sie¢ rozpakowana do petnego
grafu obliczeniowego
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Rozdziat 21. Gfebokie uczenie

RYSUNEK 21.4. Przyktad jednowymiarowej operacji konwolucji z jadrem o rozmiarze [ = 3 i krokiem s = 2. Maksy-
malna odpowiedZ wycentrowana jest na najciemniejszym (najmniej intensywnym) pikselu wejsciowym. Wynik prze-
kazywany jest zwykle do nieliniowej funkcji aktywacyjnej (nie pokazano jej na rysunku) przed dostarczeniem
do nastepnej ukrytej warstwy

RYSUNEK 21.5. Dwie pierwsze warstwy sieci CNN dla jednowymiarowego obrazka z jadrem o rozmiarze [ = 3 i kro-
kiem s = 2. Na obu koncach dodano dopetnienie w celu utrzymania rozmiaru warstw ukrytych identycznego z roz-
miarem warstwy wejsciowej. Kolorem czerwonym wyrdzniono pole recepcyjne jednostki w drugiej ukrytej warstwie.
Ogolnie rzecz biorac, im glebsza jednostka, tym wieksze jej pole recepcyjne
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RYSUNEK 21.6. [lustracja propagacji wstecznej informacji o gradiencie w pewnym grafie obliczeniowym. Obliczanie
wyijscia sieci przebiega od strony lewej do prawej, propagacja wsteczna gradientéw przebiega od prawej do lewej

0,11

Btad dla zbioru testowego

0,08 1

0,06 1

0,04 1

0,02 1

Sie¢ 3-warstwowa

\/_/Siec' 1-warstwowa =—=—=—-
\\\
S
1 2 3 4 5 6 7

Liczba wag (x 107)

RYSUNEK 21.7. Btad dla zbioru testowego w funkcji szeroko$ci warstwy (mierzonej liczbg wag), dla sieci konwolucyj-
nej o trzech i o jedenastu warstwach. Dane zaczerpniete z wczesnych wersji systemu transkrypcji adresow Google

Street View (Goodfellow i in., 2014)
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(a)

RYSUNEK 21.8. (a) Schematyczny diagram podstawowej sieci RNN, w ktérej ukryta warstwa z zawiera rekurencyjne
potaczenia; symbol A reprezentuje op6znienie. (b) Ta sama sie¢ rozwinieta na trzy kroki czasowe, do postaci sieci
ze sprzezeniem w przéd. Zauwazmy, ze wagi wspotdzielone sg przez wszystkie kroki czasowe

o 6

RYSUNEK 21.9. Demonstracja mozliwo$ci modelu generatywnego. Model wytrenowany zostat do poruszania sie
w réznych kierunkach przestrzeni z reprezentujacych rézne aspekty twarzy, a przedstawione obrazy, wszystkie wy-
generowane przez 6w model, ilustruja, co bedzie sie dziato, gdy bedziemy dekodowac¢ rdzne punkty tej przestrzeni
i wykonywac na nich operacje arytmetyczne. Rozpoczynamy od wspdtrzednych odpowiadajacych koncepcji ,mezczyzna
w okularach”, odejmujemy od nich wspétrzedne odpowiadajace koncepcji ,mezczyzna” i dodajemy wspotrzedne od-
powiadajace koncepcji , kobieta”, otrzymujac w efekcie wspoétrzedne dla koncepcji , kobieta w okularach”. Obrazy za-

czerpnieto z artykutu (Radford i in.,, 2015) za zgoda autoréw
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1| - 1] 08516 | 09078 | 09578

2 ‘ =] 2| 08016 07003 | [=1]

3 4 - 3| 07453 | 06953 | 06514 | 04279
1 4 1 2 3 4

RYSUNEK 22.1. (a) Optymalne polityki dla srodowiska stochastycznego z funkcja nagrody R(s, a, s”) = - 0,04 dla przejs¢
miedzy stanami niekoficowymi. Optymalne polityki sa dwie, poniewaz w stanie (3, 1) optymalne sa oba ruchy w lewo
iwgdre; widzieliSmy to juz wcze$niej, na rysunku 17.2. (b) Uzytecznos$ci poszczegélnych standw przy zatozeniu danej
polityki
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(b)

RYSUNEK 22.3. Krzywe uczenia pasywnego agenta ADP dla $rodowiska z rysunku 22.1 przy zatozeniu optymalnej
polityki przedstawionej na tym rysunku. (a) Estymacje uzytecznosci dla wybranego podzbioru stanéw jako funkcja
liczby préb. Zauwazmy, ze wymagane jest wykonanie (odpowiednio) 14 i 23 préb, by rzadko odwiedzane stany (2, 1)
i (3,2) ,odkryly”, ze potaczone s ze stanem konicowym (4, 3) o nagrodzie +1. (b) Sredni btad kwadratowy estymaciji

U(1, 1) uSrednionej po 50 przebiegach, z ktérych kazdy obejmuje 100 préb

Estymacje uzytecznosci

Liczba préb

@)

Btad $redni kwadratowy

estymacji

0,2

0,15

0,1

0,05

40 60 80 100
Liczba préb
(b)

RYSUNEK 22.4. Krzywe uczenia TD dla Srodowiska z rysunku 22.1. (a) Estymacje uzytecznosci wybranego podzbioru
stan6w, jako funkcja liczby préb dla pojedynczego przebiegu obejmujgcego 500 préb; poréwnaj to z pojedynczym
przebiegiem obejmujacym 100 préb w czesci (a) rysunku 22.3. (b) Sredni blad kwadratowy estymacji U(1, 1) uéred-
nionej po 50 przebiegach, z ktérych kazdy obejmuje 100 préb
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(@) (b)

RYSUNEK 22.5. Wydajno$¢ zachtannego agenta ADP wykonujacego akcje rekomendowang przez optymalng polityke
dla wyuczonego modelu. (a) Sredni btagd kwadratowy (RMS) uéredniony po wszystkich dziewieciu stanach niekonco-
wych i strata polityki w stanie (1, 1). Widzimy szybka zbiezno$¢ polityki — po zaledwie o$miu prébach — do subop-
tymalnej polityki o stracie 0,235. (b) Suboptymalna polityka, do ktérej zmierza zachtanny agent w tej konkretnej
sekwencji préb. Zwréémy uwage na akcje w dot w stanie (1, 2)
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(a) (b)

RYSUNEK 22.6. Wydajno$¢ eksploracyjnego agenta ADP wobec R* =2 i N. = 5. (a) Zmiana w czasie estymacji uzytecz-
nosci dla wybranych stanéw. (b) Btad RMS wartosci uzytecznosci i powigzana strata polityki
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(a)

RYSUNEK 22.7. Konfiguracja dla problemu balansujacego dtugiego drazka osadzonego na ruchomym wézku. Wézek
moze by¢ przesuwany w lewo i w prawo przez kontroler obserwujacy potozenie wézka (x) i jego predkos¢ (x) oraz
nachylenie drazka w stosunku do poziomu (8) i szybko$¢ zmiany tego nachylenia (8). (b) Szeé¢é natozonych na siebie
zdjec¢ poklatkowych pojedynczego autonomicznego helikoptera wykonujacego bardzo trudny manewr krazenia wo-
kot celu (nose-in-circles)?. Helikopter sterowany jest zgodnie z polityka ustalong przez algorytm wyszukiwania poli-
tyk PEGASUS (Ngiin., 2003). Na podstawie obserwacji zachowania sie prawdziwego helikoptera wskutek réznych
manipulacji jego przyrzadami opracowano model symulatora i uruchomiono na nim wspomniany algorytm na wiele
godzin. Opracowano rézne kontrolery do ré6znych manewréw, we wszystkich przypadkach wydajnos¢ kontrolera
znacznie przewyzszala wydajno$¢ doswiadczonego cztowieka-pilota manewrujacego zdalnie helikopterem.
(Zdjecie dzieki uprzejmosci Andrew Ng)

2 Patrz https://www.youtube.com/watch?v=hUpwbGEUyMO — przyp. tlum.
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PRZETWARZANIE JEZYKA NATURALNEGO

WordNet Search - 3.1

Word to search for: |kitten | Search wordnet |

Display Options: [(Select option to change) v } [Change}
Key: "S:" = Show Synset (semantic) relations, "W:" = Show Word (lexical) relations

Display options for sense: (frequency) {offset} <lexical filename > [lexical file number]
(gloss) "an example sentence"

Display options for word: word#sense number (sense key)

Noun

¢ (7){02125600} <noun.animal>[05] S: (n) kitten#1 (kitten%1:05:00::), kitty#3
(kitty%1:05:02::) (young domestic cat)

Verb

« {00057849} <verb.body>[29] S: (v) kitten#1 (kitten%2:29:00::) (give birth to kittens)
"our cat kittened again this year”

RYSUNEK 23.1. Wynik przyktadowego wyszukiwania w stowniku WordNet
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GLEBOKIE UCZENIE W PRZETWARZANIU
JEZYKA NATURALNEGO

\
i Francja . |
Grecja
o o )
Niemcy
. . .
- siostrzenica .
siostrzeniec °
°
o o
wujek ciocia
. banan .
takséwka PS pizza
- PS rower ° -
- ®jablko
® ciezaréwka J
\ \ \

RYSUNEK 24.1. Embeddingi stéw wyliczone przez algorytm GloVe wytrenowany na zbiorze liczacym 6 miliardow stéw.
Na rysunku widoczny jest efekt rzutowania 100-wymiarowych wektoréw stéw na dwuwymiarowaq ptaszczyzne;
wektory reprezentujace podobne stowa znajduja sie blisko siebie




Sztuczna inteligencja. Nowe spojrzenie

39

Klasa = Czasownik w czasie przesztym

i

Warstwa wyjsciowa

f

Warstwa ukryta 2

!

Warstwa ukryta 1

f

f

f

f

t

Wyszukiwanie

Wyszukiwanie

Wyszukiwanie

Wyszukiwanie

Wyszukiwanie

embeddingu embeddingu embeddingu embeddingu embeddingu
Yesterday they cut the rope

RYSUNEK 24.2. Model ze sprzezeniem w przdd dla tagowania cze$ci mowy. Na podstawie sktadajgcego sie z 5 stéw
okna jako wejscia model ten przewiduje kategorie gramatyczna (czes¢ mowy) dla Srodkowego stowa — w tym przy-
padku cut. Model zdolny jest do uwzgledniania pozycji stowa w zdaniu, poniewaz kazdy z 5 embeddingéw mnozony
jest przez rézne czesci pierwszej ukrytej warstwy. Wartos$ci parametréw dla embeddingéw i dla trzech warstw sa
wynikiem zréwnoleglonego treningu (Yesterday they cut the rope — ,wczoraj [oni] przecieli line”)

|I| | i | | Y | | Y3 |
w w w w
zy zy zy zy
A z | | Z |_’| Z |_’| % I_’l Z |
w w w
2,z 2z 2,z
w w w w
Xz xz Xz xz

WZ,Z
[+]
(@) (b)

RYSUNEK 24.3. (a) Schematyczny diagram podstawowej sieci RNN, w ktdrej ukryta warstwa z zawiera rekurencyjne
potaczenia; symbol A reprezentuje opdznienie. Kazdy wektor wejsciowy x jest embeddingiem nastepnego stowa
w zdaniu. (b) Ta sama sie¢ rozwinieta na trzy kroki czasowe, do postaci sieci ze sprzezeniem w prz6d. Zauwazmy, ze
wagi wspotdzielone sg przez wszystkie kroki czasowe
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Klasa = Klasa = Klasa = Klasa= Klasa =
Przystéwek Zaimek  CzasownikCzasuPrzesztego — Okreslnik Rzeczownik
Sprzezenie Sprzezenie Sprzezenie Sprzezenie Sprzezenie
w przéd w przéd w przéd w przéd w przéd
| ) 4 4 )
(5 I v s e s Y e
RNN RNN RNN RNN RNN
RNN RNN RNN RNN RNN
| | | | |
Wyszukiwanie Wyszukiwanie Wyszukiwanie Wyszukiwanie Wyszukiwanie

embeddingu embeddingu embeddingu embeddingu embeddingu

f f f f f

Yesterday they cut the rope

RYSUNEK 24.4. Dwukierunkowa sie¢ RNN dla tagowania cze$ci mowy

El hombre es alto <end>

f f t i !

Zrédtowa | [ Zrédtowa | | Zrédtowa | | Zrédtowa | |Docelowa| |Docelowa| [Docelowa| |Docelowa| |Docelowa

tstv [T tstm [ wstm [T tstm ] st [T] Lstm [T] LsTM LSTM LSTM
} f f } } } ! } }
The man is tall <start> El hombre es alto

RYSUNEK 24.5. Podstawowy model , sekwencja na sekwencje”. Kazdy blok reprezentuje jeden krok czasowy LSTM (dla prostoty
pomineli$my embeddingi i warstwy wyjsciowe). W kolejnych krokach przekazujemy do sieci kolejne stowa zdania zZrédtowego
The man is tall (, Ten meZczyzna jest wysoki”), zakonczonego ogranicznikiem <start>, oznaczajacym, ze sie¢ moze rozpoczac¢
generowanie zdania docelowego. Konicowy ukryty stan na konicu zdania zrédtowego wykorzystywany jest jako ukryty stan na
starcie zdania docelowego. Nastepnie kazde stowo zdania docelowego w kroku ¢t wykorzystywane jest jako wejscie w kroku
t+ 1 az do momentu, gdy sie¢ wygeneruje znacznik <end> oznaczajacy, ze generowanie zdania docelowego zakonczyto sie
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La
Lta pu;rta The .
Docelowa Docelowa . ... £
uwagowa LSTM uwagowa LSTM font
4 n
4 t 7\ 1 d
,. <start> )/ “ La oor
4 /4 1
Zrodtowa| | Zrodiowa [ | Zrédiowa || Zrédtowa | | Zrodtowa is
LSTM LSTM LSTM LSTM LSTM
The front door is red e
(@)

puerta

de  entrada

(b)

es roja

RYSUNEK 24.6. (a) Uwagowy model ,sekwencja na sekwencje” dla thumaczenia z jezyka angielskiego na hiszpanski
(The front door is red — ,Drzwi frontowe sg czerwone”). (b) Przyktad uwagowej macierzy prawdopodobienstw dla
dwujezycznej pary zdan, ciemniejsze kwadraty reprezentuja wieksze wartosci a;;. Warto$ci prawdopodobienstw
uwagowych sumuja sie do 1 w kazdej kolumnie

Krok czasowy 1 Krok czasowy 2 Krok czasowy 3 Krok czasowy 4
Wiazka 1 Wiazka 1 Wiazka 1 Wiazka 1
Hipoteza Stowo |Punktacja Hipoteza Stowo | Punktacja Hipoteza Stowo | Punktacja Hipoteza
[start] —»|La -0,3 La —»| entrada -0,8 La entrada —»|de -1,5 La puerta de —3» =
Punktacja: 0,0 Una =21 Punktacja: -0,3 puerta -0,9 Punktacja: -1,1 puerta -1,9 Punktacja: -1,7
Wiazka 2 Wiazka 2 Wiazka 2
Hipoteza Stowo | Punktacja Hipoteza Stowo | Punktacja Hipoteza
Una —»| entrada -0,3 La puerta —»| de -0,5 La puerta del —» =1
Punktacja: -2,1 puerta =21 Punktacja: -1,2 del -0,7 Punktacja: -1,9

RYSUNEK 24.7. Wyszukiwanie skupione z rozmiarem wiazki b = 2. Punktacja kazdego stowa réwna jest logarytmicz-
nemu prawdopodobienstwu wynikajagcemu z rozktadu softmax generowanego przez sie¢ RNN, a punktacja kazdej hipo-
tezy jest suma punktacji poszczegdlnych stéw. W kroku czasowym t = 3 hipoteza o najwyzszej punktacji La entrada
moze generowac jedynie kontynuacje o niskim prawdopodobienstwie, wiec plasuje sie poza wigzka.
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Wektory wyjsciowe

! !

Warstwa +
transformera
Potaczenie
rezydualne Sprzezenie w przéd
Pofaczenie Samouwaga
rezydualne

Wektory wejsciowe

RYSUNEK 24.8. Jednowarstwowy transformer sktadajacy sie z samouwagi, sieci ze sprzezeniem w przdd i potaczen
rezydualnych

Klasa = Klasa = Klasa = Klasa = Klasa =
Przystéwek Zaimek  CzasownikCzasuPrzesztego ~ OkresInik Rzeczownik

t t t t t

Sprzezenie Sprzezenie Sprzezenie Sprzezenie Sprzezenie
w przéd w przéd w przéd w przéd w przéd

f t t f t

Warstwa transformera

t t t t t

Warstwa transformera

t t t t t

Warstwa transformera

t

t

}

t

Kontekstowanie

Kontekstowanie

Kontekstowanie

Kontekstowanie

Kontekstowanie

pozycyjne 1 pozycyjne 2 pozycyjne 3 pozycyjne 4 pozycyjne 5
+ + + + +
Wyszukiwanie Wyszukiwanie Wyszukiwanie Wyszukiwanie Wyszukiwanie
embeddingu embeddingu embeddingu embeddingu embeddingu

Yesterday they cut the rope

RYSUNEK 24.9. Wykorzystywanie architektury transformera do tagowania czes$ci mowy.
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Reprezentacje
uwzgledniajace
kontekst znaczeniowy
(wyjscie RNN)

Reprezentacje ignorujace
kontekst znaczeniowy
(embeddingi absolutne)

RYSUNEK 24.10. Trenowanie reprezentacji kontekstu zdaniowego w kierunku od lewej do prawej (The red car is big

red car is big <eos>
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f

Nalezy

RYSUNEK 24.11. Modelowanie jezyka maskowanego: wstepny trening modelu dwukierunkowego — na przyktad wie-

t

pozamykac

t

t

Wyszukiwanie

Wyszukiwanie

embeddingu embeddingu
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[zamaskowane] na

lowarstwowej sieci RNN — przez maskowanie niektorych stéw i nastepnie ich odgadywanie




ROZDZIAt 25

WIDZENIE KOMPUTEROWE

RYSUNEK 25.1. Geometria sceny jest znieksztatcona na jej obrazach. Linie w rzeczywistosci rownolegte wydaja sie
zbiegac ze soba, niczym na zdewastowanym torowisku. Budynki, ktére w rzeczywistosci sa prostopadtoscianami,

na obrazie majg katy miedzy $cianami rézne od prostych

Px,y,z)

X
e 0
s |

Ptaszczyzna
obrazu
P(x.,y.2)

~— e

f

Otworek

RYSUNEK 25.2. Swiatto, ktére przechodzi przez otworek z matego zakresu kierunkéw, trafia na elementy $wiattoczute
na tylnej $cianie kamery. Jesli otworek jest wystarczajgco maty, rezultatem jest skupiony obraz za otworkiem. Proces
projekcji oznacza, ze duze, odlegte obiekty wygladajq jak podobne mniejsze pobliskie obiekty — punkt P' na plaszczyznie
obrazu mégt pochodzi¢ z pobliskiej wiezyczki zabawkowej w punkcie P albo z odlegtej prawdziwej wiezy w punkcie Q
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Glebia ostrosci

Ptaszczyzna
ogniskowa

Ptaszczyzna obrazu

Teczéwka

Rogéwka Dotek srodkowy

05 optyczna —/

Siatkowka

Nerw
wzrokowy

System
soczewek

RYSUNEK 25.3. Soczewki zbieraja $wiatto opuszczajace punkt na scenie (tu szczyt ptomienia $wiecy) w réznych kie-
runkach i kieruja cate swiatto tak, aby dotarto do pojedynczego punktu na ptaszczyznie obrazu. Promienie pochodzace
z punktéw sceny znajdujacych sie w poblizu ptaszczyzny ogniskowej — w zakresie gtebi ostro$ci — bedg prawidtowo
skupiane. W kamerze elementy uktadu soczewek mozna przesuwac¢, w celu zmiany ptaszczyzny ogniskowania, nato-
miast w oku efekt ten nastepuje w wyniku zmiany ksztattu soczewki przez wyspecjalizowane mie$nie

Rozproszone odbicie, ciemne

Odblaski

N

Rozproszone odbicie, jasne Rzucany cien

RYSUNEK 25.4. Ilustracja réznych efektéw oswietlenia. Na pojemniku ze stali nierdzewnej widoczne sa odblaski.
Powierzchnie cebuli i marchewki sg jasne i rozpraszajace, poniewaz s skierowane w strone $wiatta. Cienie pojawiaja
sie w tych punktach powierzchni, do ktérych w ogdle nie dociera $wiatto ze Zrédta. Wewnatrz czajnika znajduja sie
ciemne, rozpraszajgce powierzchnie, na ktére $wiatto pada w kierunku stycznym (widoczne s3 tez cienie). Zdjecie:
Ryman Cabannes/Image Professionals GmbH/Alamy Stock Photo
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RYSUNEK 25.5. Dwa skrawki powierzchni o$wietlane przez odlegte Zrédto punktowe; strzaltki reprezentujg biegnace
promienie $wietlne. Skrawek A jest nachylony niemal stycznie do promieni (8 jest bliski 90°) i zbiera mato energii,
poniewaz przecina mniej promieni §wietlnych w przeliczeniu na jednostke powierzchni. Skrawek B skierowany jest
prostopadle do promieni (8 jest bliskie 0°) i zbiera wiecej energii

RYSUNEK 25.6. Rézne rodzaje krawedzi: (1) nieciagtosci gtebokosci; (2) nieciggtosci orientacji powierzchni; (3) nieciggtosci
odbicia; (4) nieciagtosci oswietlenia (cienie)
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@ (b) (©] (d)

RYSUNEK 25.10. (a) Obraz oryginalny. (b) Kontury graniczne — im wyzsza warto$¢ Pp, tym ciemniejszy kontur.
(c) Segmentacja odpowiadajgca drobnoziarnistemu podziatowi obrazu na regiony. Regiony renderowane sg w ich usred-
nionych kolorach. (d) Segmentacja, odpowiadajaca bardziej gruboziarnistemu podziatowi na regiony i w rezultacie z mniej-
szg liczba regionéw. (Zdjecia dzieki uprzejmosci Pablo Arbelaeza, Michaela Maire’a, Charlessa Fowlkesa i Jitendry Malika)

e O0

Skrét perspektywiczny Aspekt

-8 &7

Okluzja Deformacja

RYSUNEK 25.11. RdZne istotne Zrédta zmiennosci wygladu, sprawiajacej, Zze rézne obrazy tego samego obiektu wygla-
daja inaczej. Po pierwsze, elementy moga by¢ znieksztatcone przez skrot perspektywiczny — jak kolista powierzch-
nia ogladana pod katem, widoczna w lewej gornej czesci. Po drugie, obiekty ogladane z réznych kierunkéw moga dos$¢
drastycznie zmienia¢ proporcje (,aspekt”), jak trzy rézne obrazy paczka w ksztatcie torusa w prawej gérnej czesci.
Po trzecie, okluzja moze powodowac niewidoczno$¢ pewnych obiektéw lub ich cze$ci — z lewej strony u dotu obra-
cany kubek zakrywa wiasne ucho (autookluzja). Po czwarte wreszcie, obiekty moga drastycznie zmienia¢ swdj ksztatt,
jak sylwetka z prawej strony u dotu
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Test progowy
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RYSUNEK 25.12. W kolejnych kolumnach: (1) Kilka obrazkéw ze zbioru MNIST. (2) Trzy jadra, pokazane w naturalnej
wielko$ci i w powiekszeniu, w celu pokazania zawartosci: szaro$¢ oznacza zero, jasny odcien wartos¢ dodatnia,
ciemny odcien warto$¢ ujemna. (3) Rezultaty zastosowania tych jader do obrazéw. (4) Piksele, dla ktérych odpowiedz
jest wieksza od ustalonego progu (kolor zielony) lub mniejsza od niego (kolor czerwony). Zauwazmy, Ze daje to
(kolejno od gory do dotu): detektor poziomego paska; detektor pionowego stupka; i (co trudniej spostrzec) detektor
konca linii. Detektory te biorag pod uwage kontrast paska, wiec (na przyktad) poziomy pasek, ktéry jest jasny na gorze
i ciemny pod spodem, daje pozytywna odpowiedz (zielony kolor), a ten, ktéry jest ciemny u géry i jasny pod spodem,
daje odpowiedZ ujemng (czerwony kolor). Nie jest to detekcja doskonata, ale jednak umiarkowanie efektywna
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RYSUNEK 25.13. Faster RCNN wykorzystuje dwie sieci CNN. Do detektora obiektéw trafia zdjecie mtodego Nelsona
Mandeli. Jedna sie¢ ocenia ,,obiektowo$¢” kandydujacych pol obrazu, zwanych ,ramkami zakotwiczen”, wysrodkowa-
nych w punktach gridu. Z kazdym takim punktem zwigzanych jest dziewie¢ ramek (trzy skale x trzy proporcje). Dla
danego obrazu wewnetrzna zielona ramka i zewnetrzna niebieska ramka to ramki, ktére zaliczyty test na obiekto-
wos¢. Druga ze wspomnianych sieci jest stosem cech i konstruuje reprezentacje obrazu odpowiednia dla jego klasy-
fikacji. Ramki z najwyzszym wskaznikiem obiektowosci s wycinane z mapy cech, standaryzowane pod wzgledem roz-
miaru za pomocg poolingu regionéw zainteresowan (ROI) i przekazywane do klasyfikatora. Ramki niebieska i zielona
zachodza na siebie, wiec w procesie ignorowania niemaksymalno$ci zielona jest odrzucana, bo ma mniejsza punkta-
cje. Wreszcie, regresja ramki ograniczajacej dopasowuje niebieska ramke do twarzy. Oznacza to, Ze mimo stosun-
kowo zgrubnego charakteru prébkowania lokalizacji, skal i proporcji, klasyfikacja nie traci na doktadnosci. Zdjecie:

Sipa/Shutterstock
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Obserwowany obiekt

Lewy obraz Prawy obraz

Prawy Lewy

Rozbieznos¢
dwuoczna

(a) (b)

RYSUNEK 25.14. Przesuniecie kamery réwnolegle do ptaszczyzny obrazu powoduje, Ze cechy obrazu poruszaja sie
w plaszczyznie kamery. Wynikajgca z tego réznica pozycji jest wskazéwka odnos$nie gtebi. Jesli natozymy lewy i prawy
obraz na siebie, jak w (b), zobaczymy rozbieznos¢

- > >

oko z : &5z :

RYSUNEK 25.15. Zalezno$¢ miedzy rozbieznoécia a gtebig w stereopsji. Srodki rzutowania dwojga oczu odlegte s3 o b,
a osie optyczne przecinaja sie w punkcie zafiksowania Po. Punkt P sceny rzutowany jest na punkty P. i Pr dla lewego
i prawego oka. Rozbiezno$¢ katowa miedzy nimi wynosi §6 (na diagramie pokazana jako suma dwdch katéw §6/2)
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RYSUNEK 25.16. Rekonstrukcja postaci ludzkiej 3D na podstawie jednego obrazu jest teraz wykonalna w praktyce
— kazdy z dwdch rzedéw przedstawia wynik takiej rekonstrukcji. Wykonalno$¢ takich rekonstrukcji wynika z moz-
liwo$ci estymacji potozenia stawéw, rzeczywistych katéw zgiecia w stawach, ksztattu i pozycji ciata wzgledem ptasz-
czyzny obrazu. W kolejnych kolumnach obrazu: (1) przedmiotowe zdjecie (2) wynik rekonstrukcji postaci natozony
na oryginalny obraz (3) i (4) inne widoki zrekonstruowanej postaci. Wiele réznych widokdéw ciata znacznie utrudnia
ukrycie btedéw rekonstrukcji. Rysunek dzieki uprzejmosci Angjoo Kanazawy, wyprodukowany przez system opisany
w (Kanazawa i in, 2018a)
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Otwieranie
lodowki

Wyjmowanie
czegos$ zlodowki

Ll

RYSUNEK 25.17. To samo dziatanie moze wyglada¢ zupetnie inaczej, a rdzne dziatania moga wyglada¢ podobnie. Przed-
stawione przyktady zaczerpniete zostaly ze zbioru danych kolekcjonujacych obrazy dotyczace naturalnych zachowan,
etykiety tych obrazow zostaly skonstruowane przez ludzi, nie s3 wynikiem przewidywan algorytmicznych. Cze$¢ gérna:
przyktady obrazéw etykietowanych jako ,otwieranie lodéwki” — niektére pokazane w zbliZzeniu, inne z pewnego dy-
stansu. Cze$¢ dolna: obrazy etykietowane jako ,wyjmij co$ z lodéwki”. Zwr6¢my uwage, ze w obu przypadkach dion osoby
znajduje sie w poblizu drzwi, lecz w drugim przypadku ich nie dotyka. Wykrycie tej réznicy wymaga do$¢ subtelnego
osadu. Rysunek dzieki uprzejmosci Davida Fouhey’a, zaczerpniety ze zbioru danych opisanego w (Fouhey i in., 2018)

Os czasu

RYSUNEK 25.18. To, co uwazamy za akcje, zalezne jest od skali czasu, w ktdrej akcje te rozpatrujemy. Czynnos¢, ktoéra
przedstawia pojedyncze zdjecie w gornym rzedzie, mozna okresli¢ jako (po prostu) otwieranie lodéwki — nie sposéb
wywnioskowac ze zdjecia, by osoba otwierajgca drzwi byta zainteresowana jakim$ konkretnym produktem. Gdyby$my
jednak sfilmowali te scene i przedstawili kilka klatek z tego krétkiego klipu (jak w Srodkowym rzedzie), zobaczylibysmy,
Ze wspomniana czynno$¢ to wyjmowanie butelki z mlekiem. A gdy klip bedzie dtuzszy (jak w rzedzie dolnym), stanie sie
jasne, ze osoba przyrzadza sobie przekaske. Zauwaz, ze rysunek ilustruje pewien aspekt kompozycyjnosci zachowan: wy-
jecie mleka z lod6wki moze by¢ czeScig przygotowywania przekaski, a otwarcie lodéwki jest konieczne do wyjecia z niej butelki
z mlekiem. Rysunek dzieki uprzejmosci Davida Fouhey’a, zaczerpniety ze zbioru danych opisanego w (Fouheyiin., 2018)
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R U, A,
A baby eating a piece Ayoung boy eating A small bird is perched Asmall brown bear
of food in his mouth a piece of cake onabranch is sitting in the grass
(Niemowle jedzace (Maty chtopczyk spozywajacy (Maty ptaszek (Maty niedzwiadek
ustami porcje pozywienia) kawatek ciastka) siedzi na gatezi) brunatny siedzi na trawie)

RYSUNEK 25.19. Zautomatyzowane systemy podpisywania obrazéw moga dawac podpisy zaréwno trafne, jak i bez-
sensowne. Dwa podpisy z lewej strony zdecydowanie dobrze opisuja odpowiednie obrazy, chociaz sformutowanie
sjedzenie ... w ustach” jest raczej karykaturalne (notabene tego rodzaju niezgrabno$ci byty typowe dla wczesnych
systemdéw podpisywania, opartych na modelach jezykowych budowanych na bazie sieci RNN). Z dwéch opiséw z pra-
wej strony mozna wywnioskowag, ze system podpisywania nie posiada raczej zadnej wiedzy na temat wiewiérek
i prébuje zgadywac na podstawie kontekstu; mozna réwniez przypuszczac, ze system nie zauwazyt, iz obie wiewidrki
oddaja sie konsumpcji przysmakdow. Zdjecia udostepnione przez: geraine/Shutterstock; ESB Professional /Shutterstock;
BushAlex/Shutterstock; Maria.Tem/Shutterstock. Pokazane zdjecia sa podobne, ale nie identyczne z oryginalnymi,
dla ktoérych wygenerowano podpisy; oryginalne zdjecia mozna znalez¢ w (Aneja i in., 2018)
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Pyt.: What is the cat wearing? Pyt.: What is the weather like? Pyt.: What surface is this? Pyt.: What toppings are on the pizza?

(Co ma na sobie kot?) (Jaka jest pogoda?) (Jaka to nawierzchnia?) (Jakie sa dodatki do tej pizzy?)
Odp.: Hat (Kapelusz) Odp.: Rainy (Deszczowa) Odp.: Clay (Gliniana) Odp.: Mushrooms (Grzyby)

Pyt.: How many holes are in the pizza? ~ Pyt.: What letter is on the racket? Pyt.: What color is the right front leg? Pyt.: Why is the sign bent
(lle dziur jest w tej pizzy?) (Jaka litera widnieje na rakiecie?) (Jakiego koloru jest prawa przednia noga?) (Dlaczego ten znak jest wygiety?)
Odp.: 8 Odp.:w Odp.: Brown (Bragzowego) Odp.: It’s not (Nie jest)

RYSUNEK 25.20. Wizualne systemy odpowiadania na pytania generuja odpowiedzi (zwykle wybierane z gotowych
zestawOw) na pytania dotyczace obrazéw, formutowane w jezyku naturalnym. Cze$¢ gorna: system daje catkiem
sensowne odpowiedzi na do$¢ trudne pytania dotyczace obrazu. Cze$¢ dolna: odpowiedzi sg mniej satysfakcjonujace,
ale wciaz poprawne. Jesli na przyktad system ma okresli¢ liczbe dziur w pizzy, to skazany jest wylacznie na zgadywa-
nie, poniewaz nie rozumie, co mozna uznac za dziure i generalnie ma duze trudnosci z liczeniem. Podobnie system
uwaza, Ze kocia noga jest koloru bragzowego, poniewaz nie jest w stanie prawidtowo jej zlokalizowa¢; arbitralnie wiec
domniemywa jej potozenie, trafiajac niestety na brazowe tto. Zdjecia udostepnione przez: (cze$¢ gérna) Tobyanna/
Shutterstock; 679411 /Shutterstock; ESB Professional/Shutterstock; Afryka Studio/Shutterstock; (cze$¢ dolna) Stuart
Russell; Maxisport/Shutterstock; Chendongshan/Shutterstock; Scott Biales DitchTheMap/Shutterstock. Przedsta-
wione zdjecia s3 podobne do oryginalnych, do ktérych zastosowano system odpowiadania, ale nie identyczne z nimi.
Oryginalne zdjecia znalez¢ mozna w Goyal i in. (2017)
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RYSUNEK 25.21. Modele 3D placéw budowy tworzone sa przy uzyciu zaréwno algorytmoéw ,struktury z ruchu” (ang.
StM — structure-from-motion), jak i algorytmoéw analizy wielowidokowej. Pomagaja firmom budowlanym koordyno-
wac prace nad duzymi budynkami, przez poré6wnywanie modelu 3D aktualnej konstrukcji z planami budowlanymi.
Po lewej: wizualizacja modelu geometrycznego uchwyconego przez drony. Zrekonstruowane punkty 3D s3g rendero-
wane w kolorze, wiec z wizualizacji mozna odczyta¢ dotychczasowe postepy prac (zauwazmy cze$ciowo ukonczony
budynek z dZwigiem). Mate piramidki pokazuja pozycje drona podczas robienia zdje¢ i sktadaja sie na wizualizacje
trajektorii jego lotu. Po prawej: takie systemy sa faktycznie wykorzystywane przez ekipy budowlane; zesp6t na spo-
tkaniu koordynacyjnym konfrontuje aktualny stan robdt z planami na podstawie wizualizacji modelu. Rysunek dzieki
uprzejmosci Dereka Hoiema, Mani Golparvar-Fard i Reconstruct. Wyprodukowany przez komercyjny system opisy-
wany na blogu medium.com/reconstruct-inc
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Takie
ksztatty
maja ptaki

Testowanie

RYSUNEK 25.22. Je$li widziate$ wiele zdje¢ z jakiej$ kategorii — na przyktad ptakéw (cze$é gorna) — mozesz uzy¢
swojej wiedzy do odtworzenia wygladu 3D rzeczywistego obiektu (ptaka) na podstawie tylko jednego, nieznanego Ci
dotychczas widoku (cze$¢ dolna). Musisz jednak mie¢ pewnos¢, ze wszystkie obiekty przedstawione na wspomnia-
nych zdjeciach maja zbliZong geometrie — zdjecie strusia nie pomoze Ci wiec w rekonstrukcji wygladu wrébla —
cho¢ metody klasyfikacji potrafiag wtasciwie traktowac¢ takie réznice. Na podstawie wielu widokéw mozesz oszaco-
wac, rozktad tekstury na rzeczywistym obiekcie i tym samym uzupelni¢ ewentualne jej braki (cze$¢ dolna). Rysunek
dzieki uprzejmosci Angjoo Kanazawy. Wyprodukowany przez system opisany w Kanazawa i in. (2018b). Gérne zdjecie:
Satori/123RF; dolne zdjecie po lewej: Four Oaks/Shutterstock
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RYSUNEK 25.23. Lewa strona: oryginalny obraz sceny. Prawa strona: w obraz sceny zostal wkomponowany obiekt
grafiki komputerowej; jego oswietlenie oraz rzucane przez niego cienie wygladajg tak, jakby byt prawdziwy. Sprepa-
rowany obraz wyglada przekonujaco, w spreparowanym oswietleniu lub spreparowanych cieniach pojawiajg sie
drobne btedy — przecietny widz niebedacy ekspertem raczej ich nie zauwazy. Rysunek dzieki uprzejmosci Kevina
Karscha. Stworzony przez system opisany w Karsch i in. (2011)
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RYSUNEK 25.24. Thumaczenie obrazéw: wejcie stanowig zdjecia lotnicze i odpowiadajace im kwadraty mapy, celem treningu
jest nauczenie systemu sporzadzania kwadratéw mapy dla nowych zdje¢ lotniczych (mozliwe jest takze trenowanie systemu
w przeciwnym kierunku — odtwarzania widoku na podstawie odpowiadajacego mu kwadratu mapy). Trenowanie sieci od-
bywa sie przez poréwnywanie ¥; (wyjscia dla przyktadu x; typu X) z prawidtowym wyjsciem y; typu Y. Na etapie testowania
sie¢ musi produkowa¢ nowe obrazy typu Y odpowiadajace otrzymywanym obrazom typu X. Rysunek dzieki uprzejmosci
Phillipa Isoli, Jun-Yan Zhu i Alexeia A. Efrosa. Stworzony przez system opisany w Isola i in. (2017). Dane mapy © 2019 Google
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Trening Testowanie
Dane treningowe Cel Wejscie Wynik

- .
X 4 Btqd spsjnosci cyklu

RYSUNEK 25.25. Tlumaczenie obrazéw na podstawie dwéch oddzielnych kolekcji — typu X i typu Y — bez taczenia
obrazéw w pary; na rysunku typ X to konie, a typ Y to zebry. Poniewaz nie jest mozliwe trenowanie systemu za po-
mocg par odpowiednikéw ,kon-zebra”, trening przeprowadza sie za pomoca dwéch przeciwstawnych mapowan, naj-
pierw z typu X na typ Y, potem z typu Y na typ X: dla danego konia x; pierwsza sie¢ typuje odpowiadajaca mu zebre
¥;, nastepnie druga siec typuje konia ¥; odpowiadajacego zebrze ;. W bezbtednie typujacym systemie ; bytoby iden-
tyczne z x;, wiec réznica miedzy X; a x; powinna stanowic¢ kryterium trenowania obu wspomnianych sieci — trening
ten powinien doprowadzi¢ do zniwelowania tej réznicy, czyli zamkniecia cyklu X —» Y - X. Tak wytrenowane sieci
zdolne s3 radzi¢ sobie nawet z bardzo zaawansowanymi transformacjami obrazéw. Rysunek dzieki uprzejmosci Alek-
sieja A. Efrosa; patrz Zhu i in. (2017). Zdjecie biegnacego konia: Justyna Furmanczyk Gibaszek/Shutterstock

RYSUNEK 25.26. Przeniesienie stylu — tres¢ zdjecia (kot) zostaje potaczona ze stylem abstrakcyjnego malowidta, co
w wyniku daje nowy obraz kota, renderowany w stylu tegoz malowidta. Malowidto to Lyrisches Wassilija Kandinsky’ego
(domena publiczna); kot ma na imie Cosmo
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RYSUNEK 25.28. Funkcjonowanie kamery Mobileye autonomicznego samochodu. Gérny rzad: dwa zdjecia z przedniej
kamery wykonane w odstepie kilku sekund; zielony obszar to wolna przestrzen, do ktérej pojazd mdgtby fizycznie
przemiesci¢ sie w najblizszej przysztosci. Wokdt rozpoznanych obiektéw 3D wyswietlane sg obwiednie, w kolorach
wskazujacych strony obiektéw (czerwony dla tytu, niebieski dla prawej strony, z6tty dla lewej strony i zielony dla
przodu). Do wspomnianych obiektéw zaliczajg sie pojazdy, piesi, wewnetrzne krawedzie granic pasa ruchu (nie-
zbedne dla kontroli bocznej), inne elementy oznakowania poziomego, przejscia dla pieszych, znaki drogowe i sygna-
lizatory $wietlne. Nie sa wyr6znione zwierzeta, stupy, pachotki, chodniki, balustrady i inne przedmioty, ktére ewen-
tualnie mogtyby sie znalez¢ w poblizu (np. kanapa, ktdra wypadta z tytu ciezaréwki). Kazdy obiekt jest nastepnie
oznaczany pozycja 3D i predkos$cig. Dolny rzad: peiny model fizyczny srodowiska, wyrenderowany na podstawie
wykrytych obiektéw. (Pokazano jedynie wizualne wyniki systemu Mobileye, bez objasnien tekstowych, m.in. pozycji
i predkosci obiektéw). Zdjecia dzieki uprzejmosci Mobileye
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RYSUNEK 25.29. Po lewej: problem nawigacji rozwiazuje sie poprzez dekompozycje na dwa podproblemy — mapo-
wanie i planowanie. Z kazdym kolejnym krokiem czasowym informacje z czujnikéw wykorzystywane sa do przyro-
stowego budowania niepewnego modelu $wiata. Model ten, wraz ze specyfikacja celu, jest przekazywany do planisty
wyznaczajacego kolejna akcje, jaka powinien wykona¢ robot w dazeniu do osiagniecia celu. Modele $wiata moga by¢
czysto geometryczne (jak w klasycznym systemie SLAM), semantyczne (tworzone przez uczenie), a nawet topolo-
giczne (oparte na punktach orientacyjnych). Po prawej: nawigujacy robot. Rysunek i zdjecie dzieki uprzejmosci
Saurabha Gupty




ROZDZIAt 26

ROBOTYKA

RYSUNEK 26.1. (a) Ramie robota przemystowego z niestandardowym efektorem koncowym. Obraz udostepniony
przez Macor/123RF. (b) Ramie robota Kinova® JACO® Assistive Robot zamontowane na wdzku inwalidzkim. Kinova
iJACO sa znakami towarowymi firmy Kinova, Inc.
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(@) (b)

RYSUNEK 26.2. (a) Lazik Curiosity NASA wykonuje selfie na Marsie. Zdjecie dzieki uprzejmosci NASA. (b) Dron Skydio
towarzyszacy rodzinie podczas przejazdzki rowerowej. Zdjecie dzieki uprzejmosci Skydio

RYSUNEK 26.4. Percepcje robota mozna postrzegac jako wnioskowanie temporalne na podstawie sekwencji akcji
i pomiaréw, co ilustruje ta dynamiczna sie¢ decyzyjna
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(@) (b)

RYSUNEK 26.5. (a) Uproszczony model kinematyczny robota mobilnego. Robot jest przedstawiony jako okrag z we-
wnetrzng linig promienia, oznaczajaca kierunek do przodu. Na stan x: sktada sie para wspoétrzednych (xt y¢) (nie po-
kazano ich na rysunku) i orientacji 6:. Nowy stan x:+1 uzyskuje sie przez aktualizacje w pozycji veA: i w orientacji wiAe.
Pokazano réwniez punkt orientacyjny w (x;, yi) obserwowany w czasie t. (b) Model czujnika ze skanowaniem odle-
glosci. Widoczne s3 dwie mozliwe pozycje robota dla danego zakresu skanowania (z1, z2, z3, z4). Dla pozycji po lewej
wygenerowanie skanu jest o wiele bardziej prawdopodobne niz dla pozycji po prawej
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Pozycja robota

(b)

l\

Pozycja robota

(c)

RYSUNEK 26.6. Lokalizacja Monte Carlo, algorytm filtrowania czastek dla autolokalizacji robotéw mobilnych.
(a) Poczatkowa, globalna niepewno$¢. (b) Aproksymowana bimodalna niepewno$¢ po nawigowaniu w (syme-
trycznym) korytarzu. (c¢) Niepewnos$¢ unimodalna po wejsciu do pokoju i stwierdzeniu, Ze jest on oddzielony od
innych pomieszczen




Sztuczna inteligencja. Nowe spojrzenie 65

Punkt orientacyjny

RYSUNEK 26.8. Lokalizacja przy uzyciu rozszerzonego filtru Kalmana. Robot porusza sie po linii prostej. W miare po-
stepu robota zwieksza sie niepewno$¢ estymacji lokalizacji, co ilustruja elipsy btedéw. Kiedy robot obserwuje punkt
orientacyjny o znanej pozycji, niepewnos¢ sie zmniejsza

RYSUNEK 26.9. Sekwencja wynikéw klasyfikacji ,powierzchnia zdatna do jazdy” z wykorzystaniem widzenia adapta-
cyjnego. (a) Tylko droga jest klasyfikowana jako zdatna do jazdy (obszar rézowy). Niebieska linia w ksztatcie litery V
pokazuje, dokad zmierza pojazd. (b) Pojazd otrzymuje polecenie zjechania z drogi, a klasyfikator zaczyna klasyfiko-
wac cze$c¢ trawnika jako zdatng do jazdy. (c) Pojazd zaktualizowat swb6j model ,powierzchni zdatnych do jazdy” tak,
aby uwzgledniat i trawe, i droge. Rysunek dzieki uprzejmosci Sebastiana Thruna
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RYSUNEK 26.10. Prosty tréjkatny robot, ktéry potrafi sie przesuwac i musi omija¢ prostokatna przeszkode. Po lewej
stronie widoczna jest jego przestrzen robocza, po prawej przestrzen konfiguracyjna

(plokiec'

(Pbark

\A (plokiec'

o o (pbark

(@) (b)

RYSUNEK 26.11. (a) Reprezentacja przestrzeni roboczej ramienia robota z dwoma stopniami swobody. Przestrzen ta to
skrzynka z ptaska przeszkoda zwisajaca z sufitu. (b) Przestrzen konfiguracyjna tego samego robota — tylko biate obszary
zawieraja konfiguracje wolne od kolizji. Kropka na tym schemacie odpowiada konfiguracji robota pokazanej w lewej czesci
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RYSUNEK 26.12. Trzy konfiguracje robota pokazane w przestrzeni roboczej i przestrzeni konfiguracyjnej

qs

RYSUNEK 26.13. Graf widoczno$ci. Linie tacza kazda pare wierzchotkéw ,widzacych sie” nawzajem — linie, ktére nie
przechodza przez przeszkode. Najkrétsza $ciezka musi zawierac te linie




68 Rozdziat 26. Robotyka

RYSUNEK 26.14. Diagram Woronoja przedstawiajacy zbiér punktoéw (czarne linie) jednakowo odlegte od dwéch
(lub wiecej) przeszkéd w przestrzeni konfiguracyjnej

(a) (b)

RYSUNEK 26.15. (a) Funkcja wartos$ciujaca i $ciezka znalezione dla komoérek dyskretnego gridu aproksymujacego
ciggly przestrzen konfiguracyjna. (b) Ta sama $ciezka ukazana we wspoétrzednych przestrzeni roboczej. Zauwaz,
jak robot zgina tokie¢, by unikna¢ kolizji z pionowg przeszkoda




Sztuczna inteligencja. Nowe spojrzenie 69

[¢]

o4,

(@]

[e)
04, @) °4 (b)

q, q,

(0

RYSUNEK 26.16. Algorytm probabilistycznej mapy drogowej (PRM). (a): Konfiguracja startu i celu. (b) Prébka M bezkoli-
zyjnych kamieni milowych (tutaj M = 5). (c) Potacz kazdy kamien milowy z jego k najblizszymi sasiadami (tutaj k = 3).
(d) Znajdz na grafie wynikowym najkrdtsza $ciezke od startu do celu

(d)

qpra’bk

g,

RYSUNEK 26.17. Dwukierunkowy algorytm RRT konstruuje dwa drzewa (jedno poczawszy od startu, drugie poczawszy
od celu) poprzez przyrostowe taczenie kazdej prébki z najblizszym weztem w kazdym z drzew, o ile takie potgczenie
jest mozliwe. Gdy dana prébka taczy sie z obydwoma drzewami, oznacza to, ze znalezliSmy zadang Sciezke
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(@) (b) (©

RYSUNEK 26.18. Migawki trajektorii wytworzone przez RRT i poddane obrdbce konicowej ze skrétami. Dzieki uprzej-
moSci: Anca Dragan

RYSUNEK 26.19. Optymalizacja trajektorii dla planowania ruchu. Dwie przeszkody punktowe wraz z otaczajacymi je
kolistymi pasami o malejagcym koszcie. Optymalizator zaczyna od trajektorii prostoliniowej i wygina ja, omijajac prze-
szkody i znajdujac $ciezke o minimalnym koszcie
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RYSUNEK 26.20. Zadanie dosiegniecia butelki chwytakiem rozwigzywane za pomocg optymalizatora trajektorii.
Po lewej: trajektoria poczatkowa, wykreslona dla efektora koncowego. W $rodku: wynikowa trajektoria po optyma-
lizacji. Po prawej: konfigurowanie celu. Dzieki uprzejmosci: Anca Dragan. Patrz (Ratliff i in, 2009)

LAY

(@) (b) (©

RYSUNEK 26.21. Sterowanie ramieniem robota za pomoca
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Konfiguracja _—%"

poczatkowa

Obwiednia /

ruchu

RYSUNEK 26.22. Dwuwymiarowe Srodowisko, stozek niepewnosci predkosci i obwiednia mozliwych ruchéw robota.
Zamierzona predko$¢ wynosi v, ale z powodu niepewnosci rzeczywista predko$¢ moze zawiera¢ sie w dowolnym
miejscu stozka Cy, co skutkuje ostateczng konfiguracjg gdzie§ w obwiedni ruchu. Oznacza to, ze nie wiedzieliby$my,
czy trafiliSmy w otwor, czy nie

Konfiguracja
poczatkowa

v
\ Obwiednia

ruchu

RYSUNEK 26.23. Pierwsze polecenie ruchu i wynikowa obwiednia mozliwych ruchéw robota. Bez wzgledu na rzeczy-
wisty ruch, wiemy, ze ostateczna konfiguracja uplasuje sie po lewej stronie otworu

A N
v

Obwiednia

/ ruchu

RYSUNEK 26.24. Drugie polecenie ruchu i obwiednia mozliwych ruché6w. Nawet mimo btedu, ostatecznie dostaniemy
sie do otworu




Sztuczna inteligencja. Nowe spojrzenie

73

(@) (b) (©

RYSUNEK 26.25. Trening w celu wyuczenia solidnej polityki. (a) Przeprowadzane sa liczne symulacje manipulowania
obiektami, z r6znymi losowymi parametrami fizyki i oSwietlenia. Dzieki uprzejmos$ci Wojciecha Zaremby. (b) Rzeczy-
wiste Srodowisko, z pojedynczym manipulatorem posrodku klatki, otoczonej kamerami i dalmierzami. (c) Symulacja
i trening w $wiecie rzeczywistym, dajace wiele réznych polityk chwytania obiektow; tutaj chwyt szczypcowy i chwyt
czworonozny. Dzieki uprzejmosci OpenAl. Patrz Andrychowicz i in. (2018a)

(©)

RYSUNEK 26.26. Dokonywanie przewidywan przy zatozeniu, ze ludzie sa bezwzglednie racjonalni w dazeniu do swych
celow: robot wykorzystuje przeszte akcje do aktualizowania swych przekonan na temat celu, do ktdrego zmierza
dana osoba, a nastepnie wykorzystuje te przekonania do przewidywania jej przysztych akcji. (a) Mapa pomieszczenia.
(b) Przewidywania robota po obejrzeniu niewielkiej czesci trajektorii osoby (biata $ciezka). (c) Przewidywania ro-
bota po obejrzeniu wiekszej liczby ludzkich akcji: robot wie teraz, ze dana osoba nie kieruje sie do korytarza po lewej
stronie, poniewaz w $wietle dotychczasowej Sciezki jest to bardzo mato prawdopodobne. Zdjecia dzieki uprzejmosci
Briana D. Ziebarta. Patrz Ziebart i in.,, 2009
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(b)

RYSUNEK 26.27. (a) Po lewej: autonomiczny samochdd (na srodkowym pasie) przewiduje, ze kierowca na lewym
pasie nie zamierza go przepusci¢, wiec sam zwalnia, by przejecha¢ na lewy pas za wspomnianym kierowca. Po prawej:
autonomiczny samochéd bierze pod uwage fakt, Ze jego akcje majg wptyw na akcje kierowcédw-ludzi, wiec przyspie-
sza zaktadajac, ze kierowca jadacy lewym pasem przepusci go. (b) Ten sam algorytm na skrzyzowaniu wyzwala nie-
zwyklg strategie: samochéd autonomiczny cofa sie nieznacznie, by w ten sposéb zwiekszy¢ prawdopodobienstwo, ze
kierowca-cztowiek przejedzie przez skrzyzowanie jako pierwszy. Zdjecia dzieki uprzejmosci: Anca Dragan. Zobacz
Sadigh i in. (2016)

RYSUNEK 26.28. Po lewej: mobilny robot obejrzat demonstracje, z ktérej wynika, Ze lepiej pozostaé¢ na polnej drodze
niz zapuszczac sie na teren trawiasty. Posrodku: robot wywnioskowuje zadang funkcje kosztu i wykorzystuje ja
w nowej scenie, wiedzac, jak obnizy¢ koszty na drodze. Po prawej: robot planuje $ciezke dla nowej sceny, ktéra to
Sciezka poprowadzi przez polna droge zgodnie z preferencjami poznanymi w trakcie demonstracji. Zdjecia dzieki
uprzejmosci Nathana Ratliffa i Jamesa A. Bagnella. Patrz Ratliff i in. (2006)
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RYSUNEK 26.29. Nauczycielka popycha ramie robota w dét, uczac go w ten sposéb pozostawania jak najblizej stotu.
Robot odpowiednio aktualizuje swoje rozumienie pozadanej funkcji kosztu i zaczyna ja optymalizowac. Zdjecie dzieki
uprzejmosci: Anca Dragan. Patrz Bajcsy i in. (2017)

RYSUNEK 26.30. Interfejs programistyczny w postaci specjalnie zaprojektowanych blokéw w przestrzeni roboczej
robota; programowanie akcji przebiega na wysokim poziomie — odbywa sie przez wybieranie tychze blokow.
Zdjecia dzieki uprzejmosci Mayi Cakmak. Patrz Sefidgar i in. (2017)




76 Rozdziat 26. Robotyka

Wycofaj noge
i podnies ja wyzej

Przesun noge
do przodu

Przeszkoda?

Podnies
noge

Pchnij noge w tyl, by
przesunac sie do przodu

(b)

RYSUNEK 26.31. (a) Czyngis, szeScionozny robot. (Zdjecie dzieki uprzejmosci Rodney’a A. Brooksa). (b) Augmentowany
automat skonczony (AFSM), ktory steruje jedng noga robota. Automat ten reaguje na sprzezenie zwrotne czujnika:
jesli noga utknie podczas prdoby przekroczenia przeszkody, robot bedzie ja podnosit coraz wyzej

(b)

RYSUNEK 26.32. (a) Pacjent z interfejsem mdzg-maszyna sterujagcym ramieniem robota chwytajacego butelke z napojem.
Zdjecie dzieki uprzejmosci Brown University. (b) Roomba — robot-odkurzacz. Zdjecie: HANDOUT/KRT/Newscom
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(@) (b)

RYSUNEK 26.33. (a) Robot chirurgiczny na sali operacyjnej. Zdjecie: Patrick Landmann/Science Source. (b) Robot dostar-
czajacy akcesoria medyczne w szpitalu. Zdjecie: ,Wired”

RYSUNEK 26.34. (a) Autonomiczny samochéd BOSS, ktory wygrat wyscig DARPA Urban Challenge. Zdjecie: Tangi
Quemener/AFP/Getty Images/Newscom. Dzieki uprzejmosci Sebastiana Thruna. (b) Widok z lotu ptaka, pokazujacy
percepcje i przewidywania autonomicznego samochodu Waymo (biaty pojazd z zaznaczona zielong trasa). Pokazane sa
przewidywane trajektorie innych pojazdéw (niebieskie pola) i pieszych (pomaranczowe pola). Granice drogi/chodnika
zaznaczone s3 ha z6tto. Zdjecie dzieki uprzejmosci Waymo
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(b)

RYSUNEK 26.35. (a) Robot eksplorujacy opuszczona kopalnie wegla. (b) Mapa 3D kopalni sporzadzona przez tegoz
robota. Dzieki uprzejmosci Sebastiana Thruna
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