Kolorowe wersje rysunkow do ksigzki:
,Projektowanie aplikacji LLM.
Holistyczne podejscie do duzych modeli jezykowych”

Rozdziat 1. Wprowadzenie

Model jezykowy

Dane wejsciowe Prsewidvwani building - 0.233
fzewidywanie shelter - 0.211

nastepnego tokena
... and proceeded to walk toward the

the - 0.01
is - 0.01

Rysunek 1.1. Trenowanie modelu z wykorzystaniem przewidywania nastepnego tokena
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Rysunek 1.2. Firmy wspominajgce o technologiach Web3 podczas konferencji finansowych
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Rysunek 1.3. Firmy wspominajgce o kryptowalutach/blockchainie podczas konferencji finansowych
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Rysunek 1.4. Firmy, ktorym zadawano pytania o sztuczng inteligencje podczas konferencji finansowych

w pierwszych dwdch miesigcach roku

Przetwarzanie pytania

Pytanie

Generowanie Obliczanie Model
osadzen podobienistwa jezykowy
A

|

Przetwarzanie dokumentu

Dzielenie

s PDF-a

_,[

Generowanie
osadzen

Rysunek 1.5. Schemat dzialania aplikacji czatbota
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Rozdziat 2. Dane do treningu wstepnego

Gromadzenie, Trening
ayszczenie . nacelu
ifiltrowanie danych Zbior danych uczenia Wytrenowany model

dotreningu

Rysunek 2.1. Jak tgczq sig sktadniki tworzgce LLM

treningu wstepnego

l Trening

[ Model bazowy

[ Zbidr danych do

-

Ciggty trening wstepny
Nadzorowane dostrajanie/
RLHF
Nadzorowane dostrajanie/
RLHF

A 4
Zbidr danych specyficzny ] [ Zbidr danych do ] Konwersacyjny ]

<
<

dla dziedziny dostrajania instrukcyjnego zbiér danych

d 4 .

Model zaadaptowany h h ]
do dziedziny ][ Model instrukcyjny ] Model konwersacyjny ]

Rysunek 2.2. Zaleznos¢ miedzy modelami bazowymi a ich pochodnymi
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LZbiér surowych danych

:

Filtrowanie pod katem jakosci Ekstrakcja tekstu
Filtrowanie perpleksyjne, OCR, wyodrebnianie
prébkowanie perpleksyjne tekstu z kodu HTML

Dekontaminacja zbioru testowego Deduplikacja
Nakfadanie sie n-graméw Deduplikacja na poziomie dokumentu,
na poziomie sekwengji

Ochrona danych osobowych Oczyszczanie i filtrowanie
Losowe zastepowanie, maskowanie Identyfikowanie jezyka, usuwanie pornografii/
obrazliwego jezyka, usuwanie znacznikow HTML

!

Zbiérdanychdo
treningu wstepnego

Rysunek 2.3. Zbieranie i wstgpne przetwarzanie danych
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(
[ Potendjalne dane ]

l Wysoka jakos¢ Dodac do zbioru danych do treningu wstgpnego]

[ Model klasyfikujacy

A

- J

Faza inferencji

( Faza treningu )

[ Dokumenty internetowe z instrukcjami H Maty LLM ]

[ Zbidr danych do treningu H Trenowanie klasyfikatora ]

. J

Rysunek 2.4. Filtrowanie jakosci oparte na klasyfikatorze

Czestos¢

Odfiltrowane Wybrane Odfiltrowane

Perpleksja

Rysunek 2.5. Probkowanie perpleksyjne
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(u kieruirI?oTvztny atak 123-356-7890
> majacy na celu ekstrakcje Model jezykowy (daj’;i?lsuor?]z\rlvses,'tf)lkle

danych treningowych)
Napastnik ) 9o

Rysunek 2.6. Ataki na prywatnos¢ w LLM-ach

Zbiér danych Trening

osobowych

) Model do wykrywania
Surowy zbiér Reczne adnotacje danych osobowych
danych zawierajacy

dane osobowe Whioskowanie

Stosowanie Zbiér danych
dotreningu
wstepnego

Wyrazenia
regularne

Whioskowanie

Model do usuwania
danych osobowych

Oczyszczony
zhiérdanych

dotreningu
wstepnego

Rysunek 2.7. Potok przetwarzania danych osobowych
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Rozdziat 3. Stownik i tokenizacja

GPT-3 Codex

He calibrated the instrument until he started getting dizzy.

Clear Show example

Tokens Characters

N 60

He calibrated the instrument until he started getting dizzy.

Rysunek 3.1. Tokeny podwyrazowe

"G25": 2030,
"44" : 2031,
"Gtrue" : 2032,
"G</" : 2033,
"sel" : 2034,
AX "usion" : 2035,
. "Gnet" : 2036,
Tokenizator - > P ember” : 2037
Wstepnie "ready" : 2038,
wytrenowany na "Goffic" : 2039,
- "raw" : 2040,
Duzy korpus tekstu "pone" : 2041,
"If" : 2042,
"begin" : 2043,
AN "var" : 2044,
e P{ Tokenizator ..gzgfv?ogg%: 2045,
nioskowanie N >
"ograph" : 2047,
Stownik

Surowy tekst
-birthday girl attempted to -her candles in va"LnI
[464, 10955, 2576, 7482, 284, 6611, 607, 32268, 278, 23469, 13]

Tokeny

Rysunek 3.2. Schemat dziatania tokenizatora
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Tekst Normalizacgja

Tokenizacja

wstepna Tokenizacja

Przetwarzanie Tekst podzielony
kofcowe na tokeny

Rysunek 3.3. Potok tokenizatorow Hugging Face

Initial Characters

Third Merge: r+s

dh Merge: re+a

Final Merge: reatd

score(in,g) = ©.80247

Rysunek 3.4. Tokenizacja WordPiece
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Rozdziat 4. Architektury i cele uczenia

Warstwa wyjsciowa

—0=

Warstwa ukryta

Warstwa wejsciowa

\.

Rysunek 4.1. Perceptron wielowarstwowy
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Dane wejsciowe

v

[ Warstwa osadzania ]

v

[ Kodowanie pozycyjne ]

!

~
[ Maskowana uwaga wielogtowa

!

Sumowanie i normalizacja Wyjscie enkodera ]

v v

Uwaga wielogtowa

v

Sumowanie i normalizacja ]

!

[ Sie¢z propagacja w przéd ]

!

Sumowanie i normalizacja

v

[ Warstwa liniowa ]

v

Softmax

!

[ Prawdopodobieristwa wyjsciowe ]

Rysunek 4.2. Architektura transformatora
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Mapa uwagi dla zdania ,Mark told Sam that he was planning to resign”

Mark told Sam that he was

Mark

he

Rysunek 4.3. Mapa uwagi
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Wektor wyjsciowy

f

Concat([head,; head,=]) x W_O

O™ - ---e-

Uwaga wielogtowa

] e
oo Glowal ss Glowa2
0 ( X o ( ;
H Attention(Q,,K,,V,) = . Attention(Q,,.K,,V,) =
:: L softmax(Q,K,T/vd_k)V, ] :: L softmax(Q.K,T/vd_k)V, ]
L] o0
0" ] f
[ (1] M
po ] Q=X Q. | Koo= XK, [ ve =wove | ad ) Q= xw Q. | Koo= xw K. |fva=xwv, |
0 (... - dkIJ([... - dKkIJL-oo - dvl) oo (... - d kI [... - dkIJ{[... - dv] .
[ ¢ N
.
[}

Wejscie X
[batch_size x seq_len x d_model]

eecccccccccccccdoccccccccnccscsna’)
co oo ooe -

Rysunek 4.4. Obliczanie samouwagi
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1. Model enkoderowy

Tokeny wejéciowe H Warstwa osadzen H + Kodowanie pozycyjne H Warstwa enkodera 1 ]

[ Warstwa enkodera N ]

Szczeg6ty warstwy enkodera

Sumowanie Propagacja Sumowanie
Samouwaga ) A . ) A
inormalizacja w przéd inormalizacja

2. Model enkoderowo-dekoderowy

Tokeny wejsciowe |9  Warstwa osadzen H + Kodowanie pozycyjne H Warstwy enkodera )—

!

Tokeny wyjsciowe -ﬂ Warstwa osadzen + Kodowanie pozycyjne Warstwa dekodera 1 F-

—eeeeeeee

Warstwa dekoderaN k

-—

Szczegdty warstwy dekodera

UENITENE] Sumowanie Uwaga Sumowanie Propagacja Sumowanie
samouwaga inormalizacja krzyzowa inormalizacja w przéd inormalizagja

3. Model dekoderowy

[ Tokeny wejsciowe i wyjsciowe H Warstwa osadzen H + Kodowanie pozycyjne H Warstwa dekodera 1 ]

Warstwa dekoderaN

Warstwa maskowanego dekodera

Sumowanie Propagacja —) Sumowanie
Maskowana samouwaga ) A —> pagaqy ) P
inormalizacja w przéd i normalizagja

Rysunek 4.5. Wizualizacja réznych architektur transformera
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[ Funkeja bramkujaca
[ Ekspert 1 ] [ Ekspert 2 ] [ Ekspert 3 ] [ EkspertN ]

Rysunek 4.6. Kombinacja ekspertéw

Pierwotny tekst

-- girl lattempted to -- candles in vain
-- girl attempted to -- candles in <przewidywanie nastepnego tokena> 'vain'

Rysunek 4.7. Petne modelowanie jezyka

Pierwotny tekst

-- girl lattempted to -- candles in vain
[FR&)BUFERdaY] oirl [attempted  to [BUSWIKMASK>candles in WETA| Tokeny do przewidzenia:

<her>

Rysunek 4.8. Maskowane modelowanie jezyka w modelu BERT
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Pierwotny tekst

The birthday sirl jattenpted to plow her candles i vatn

lMaskowanie

[FRe)BUFERdaY oir1 jattempted to [BUSWI] | I candles [in vain  Tokenydo przewidzenia:

<her>

Rysunek 4.9. Maskowanie losowych tokenéw w modelu BART

Pierwotny tekst

The birthday sirl jattenpted to plow her candles iin vatn

lUsuwanie

e GRS o aeempted o ] | 1) [ RERIGERAER] <o V] Toenydoprevidzei:

<blow>

Rysunek 4.10. Usuwanie losowych tokenéw w modelu BART

Pierwotny tekst

The birthday sirl jattenpted to plow her candles iin vatn

lMaskowanie wielu tokendw

EREIBERERERY) o1 KiSKSTES] stow e candles IRNASKS  Toeny doprewiens

<attempted> <in> <vain>

Rysunek 4.11. Maskowanie fragmentéw tekstu w modelu BART

Pierwotny tekst

The birthday sirl jattenpted to plow her candles iin vatn

l Odszumianie R

[FREIEMAsKS at tempted [to <MASKSIER| vain | Tokeny do przewidzenia:

<b> <birthday> <girl> <s>
<blow> <her> <candles>
<e>

Rysunek 4.14. Odszumiacz R w UL2
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Pierwotny tekst

-- girl attempted to -- candles in vain

lOdszumianie S

[FRE)BUrERdaYl oirl [attempted to [<MASKS]  Tokenydo przewidzenia:

<b> <blow> <her>
<candles> <in> <vain><e>

Rysunek 4.15. Odszumiacz S w UL2

Pierwotny tekst

-- girl lattempted to -- candles in vain
-I ||VIASI|> l- <]“SK:II candles in <“\SK| Tokeny do przewidzenia:

<b> <birthday> <girl>
<attempted> <s> <blow>
<her> <s> <vain> <e>

Rysunek 4.16. Odszumiacz X w UL2

Rozdziat 5. Dostosowywanie modeli jezykowych do wiasnych potrzeb

Lbidr danych FLAN

Instrukcja 1:
Jaki jest wydzwiek

tej recenzji? o

Wejscie 1: Dostrajanie

recenzja uiytk(;wnika nadzorowane (SFT) Wstepnie (el Wyjs
Docelowe opge: wytrenowany LLM negatywny

negatywny lub pozytywny

\ J

Rysunek 5.1. Proces dostrajania instrukcyjnego

Generowanie wielu 2 o
. . ; ) Koricowa odpowiedZ
Thi6r Whnioskowanie Poczatkowy kandydujqcych odpowiedzi ! Model oparta na zgsa e
promptéw LLM nagréd RL dostrojonego
Ludzcy modelu jezykowego
adnotatorzy

Ludzcy adnotatorzy oceniajq
kandydujqce odpowiedzi na
podstawie pewnych kryteriéw

Rysunek 5.2. Uczenie przez wzmacnianie z informacjq zwrotng od czlowieka
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Rank = Type Model Average
I 1 MaziyarPanahi/calme-3.2-instruct-78b & = ® 52.08 %
1 y
%I ‘i MaziyarPanahi/calme-3.1-instruct-78b & = ® 51.29%
y:
%I ( 5 dfurman/CalmeRys-78B-Orpo-v0.1 & = ® 5123 %
\ P!
I 4 MaziyarPanahi/calme-2.4-rys-78b @ B ® 50.77 %
y Ty
I 5 ‘ huihui-ai/Qwen2.5-72B-Instruct-abliterated @ B ® 4811%
I 6 () Qwen/Qwen2.5-72B-Instruct & g ® 47.98%
I 7 MaziyarPanahi/calme-2.1-qwen2.5-72b & = ® 47.86 %
y q
Rysunek 5.3. Zrzut ekranu z rankingiem Open LLM Leaderboard
Rank Arena
Rankx (UB) ‘ (StyleCtrl) 4 | Model “ Score
1 3 Gemini-2.0-Flash:Thinking-Exp-01-21 1384
1 2 Gemini-2.0:Pro-Fxp-02-92 1379
1 i ChatGPT-4o-latest. (2025:01.29). 1377
4 2 DeepSesk:-R1 1361
4 7 Gemini-Z.0-Flash-001 1355
4 2 01-2024-12:17 1352
7 5 ol:preview 1335
7 7 Quen2.2:Max 1332
9 8 Deepsesk-N3 1316
9 9 Gemini-2.0-Flash-lite-Preview-02-05 1309

Rysunek 5.5. Zrzut ekranu z rankingiem Chatbot Arena
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Token: Score: -112.81 Token: Score: -111.41

Token: " Score: -113.02 Token: talent Score: -112.95
Token: special Score: -113.05 Token: and Score: -113.01
Token: lot Score: -113.09 Token: set Score: -113.21

Token: language Score: -113.12 Token: vocabulary Score: -113.23

s e Hisfever-induced His fever-induced
L ) delirium convinced delirium convinced
delirium convinced h b
h him that he was a him that he was a
him that he was a . ’
e Sty - language model with a language model witha
guag unique| unique ability

Dane wejsciowe Logarytm prawdopodobienstwa w dekodowaniu zachtannym

Rysunek 5.6. Dekodowanie zachtanne

s el His fever-induced His fever-induced
- ) delirium convinced delirium convinced
Cellieliney him that he was a him that he was a
himthat he was a ’ ’
) language model with a language model with a
language model with a
penchant penchant for

Dane wejsciowe Wyniki wyszukiwania wiagzkowego z najwyzszym
skumulowanym prawdopodobiefistwem

Rysunek 5.7. Wyszukiwanie wigzkowe

Token: unique Score: -112.81 Token: ability Score: -111.41

Token: " Score: -113.02 Token: Score: -112.95

Token:Score: -113.05 Token: and Score: -113.01
k=4 Token: Tot Score: -113.09

Token: language Score: -113.12

. ) His fever-induced His fever-induced
His fever-induced L ) L )
A oy delirium convinced delirium convinced
h him that he was a him that he was a
U hEleEe language model witha language model with a
language model with a guage mo guage
special special talent

Dane wejsciowe Logarytm prawdopodobienstwa w prébkowaniu top-k

Rysunek 5.8. Probkowanie top-k
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His fever-induced
delirium convinced

him that he was a
language model with a

Dane wejsciowe

" Score: -113.02

: special Score: -113.05
: lot Score:
: language Score: -113.12

-113.09

: ability Score: -111.41
Score: -112.95

Token: set Score: -113.21
Token: vocabulary Score: -113.23

His fever-induced
delirium convinced
him that he was a

unique

language model with a

His fever-induced
delirium convinced
him that he was a
language model with a
unique talent

Tokeny kandydujace w prébkowaniu top-p

Rysunek 5.9. Probkowanie top-p

Select datapoint ~ Colorby +

8 sst2-iny

@siices + | (¥ Unpin datapoint 3

 default

@ e Copy Link

> | selectall lect rand

Embeddings @ ) ¥ I DataTable
Projector: UMAP + sst2-Myprobas:class Labelby: sentence ~ @ Columns ~ Show selected @) Show generated @)
K

sstztny probasicorrect ndex sentence

13 Datapoint Editor Bov

¥ poes

ssentence Texsegment

[the acting, costumes music, cinematography and sound are
al astounding given the production's austere locales

+/ None
Clear
7 Soocd
“sentence Texseqment
it appears that something has been lostn the Uansiatin to
the screen
©None Wl Select 10 nearest neighors e o cset [ Clear
Frocctons Exparations Satence Custoring Metrics Cauntertacusi Ty = ei
Classfication Results © ¢ S0 P
Class Score-Pinned Score - Selected A(Pined Selected) 12 inyprobas:1 -Value: 0055 Theshold e— 05 -
o poss . pa=
1 I - poss oo12 e p .
.- ® . $.% ™
ag’ 9 " ON -
0 M [
B & & 0] & ds B3 3 & B )
P = The predicted label, T = The ground truth label © None Bl

Modewith & by the LT team 1 |

Rysunek 5.10. LIT-NLP
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Rozdziat 6. Dostrajanie

Harmonogram staty z rozgrzewka

0,00005 o o =@= Tempo nauki

0,000045 /

0,00004 /

Tempo nauki

0,000035 /

0,00003
0,000025

0 2 4 6 8
Kroki

Rysunek 6.1. Tempo nauki w harmonogramie stalym z rozgrzewkg

Harmonogram kosinusowy z rozgrzewka

0,00005 /‘\ a— Tompo nauki
0,000045 \
3 ol 1/
2 0,00004
S '
oo
£ 0,000035
@
0,00003
0,000025 o2
0 2 4 6 8
Kroki

Rysunek 6.2. Tempo nauki w harmonogramie kosinusowym z rozgrzewkq
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Harmonogram kosinusowy z restartami

0,00005 h e TeMPO NAUKI

N
s -\ TN
0,(;00035 \ I \ I \ A

s \V! \\!I \\/ :

Tempo nauki

6 8
Kroki

Rysunek 6.3. Tempo nauki w harmonogramie kosinusowym z restartami

Harmonogram liniowy z rozgrzewka

oS = Tempo nauki

0,00005 /\
0,000045 / \\
0,00004

-
=
P 'y \
£ 0,000035
K \\
0,00003
0,000025
0 2 4 6 8
Kroki

Rysunek 6.4. Tempo nauki w harmonogramie liniowym

Rozdziat 7. Zaawansowane techniki dostrajania modeli

Wstepnie
wytrenowany model

Ciagty trening wstepny Model zaadaptowany
do dziedziny

Duzy zbi6r danych
specyficznych dla dziedziny

Rysunek 7.1. Procesu cigglego treningu wstepnego
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Cechy wyjsciowe
h wymiaréw

Sie€z propagacja

w przdd h wymiaréw

Sumowanie i normalizacja

r

Modut adaptera

Projekcja wgdre
r— hwymiaréw

*

Warstwa posrednia
nieliniowos$¢ + parametry

*

Projekcja w dot
h— rwymiaréw
r«h

L i

Sumowanie i normalizacja

Samouwaga
h wymiaréw

Normalizacja

Cechy wejsciowe h wymiarow

Rysunek 7.2. Moduly adaptera w transformerze

Kolorowe wersje rysunkéw
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Komponenty do wytrenowania Gtéwne wagi modelu jezykowego
(trenuje sie tylko wektory prefiksowe) pozostaja zamrozone
 EEEE——

Tok fiks Dodawane Prompt
UKEIYDIEIICONE napoczatku tekstowy - Warstwa 1

e T
—— Dodawane do

Warstwa 2

parametry prefiksowe /
)

Warstwa 1
parametry prefiksowe
—_—
)

\

Warstwa 2

\

WarstwaN

Generowane wyniki

Rysunek 7.3. Dostrajanie prefiksowe

Komponenty
do wytrenowania
(trenuje sie tylko
wektory prefiksowe) Dodawane

napoczqtku
Wektory prefiksowe
tokeny wirtualne

Gtéwne wagi modelu
jezykowego pozostaja
zamrozone

Prompt tekstowy Generowane

wyniki

Rysunek 7.4. Dostrajanie promptowe
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N réznych LLM-6w

(umr ) um2 ) ums )( tma )

Kandydujace dane wyjsciowe

Kandydat 1 Kandydat 2 Kandydat 3 Kandydat N

PAIRRANKER
l Dane wejsciowe x : Macierz pordwnawcza > Ranking
dla wszystkich par kandydatow

Knajlepszych
kandydatow

GENFUSER

Generowanie
koricowego wyniku

Koricowy wynik

Rysunek 7.5. LLM-Blender
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Rozdziat 8. Trening dostosowawczy i rozumowanie

Inane Nieznane

Swiadomy Wiadome wiadome Wiadome niewiadome

Nieswiadomy Niewiadome niewiadome

Rysunek 8.1. Kwadrant wiedzy
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Rozdziat 9. Optymalizacja wnioskowania

Wejscie

2

Warstwa 1

¥

Warstwa 2

~

Warstwa L

Wczesne
zakonczenie?

Wyjscie przy wezesnym
zakoriczeniu

Warstwa N

Ostateczne wyjscie

Rysunek 9.1. Wczesne koviczenie

Dane do Model nauczycielski Dostosowanie Model uczniowski

destylagji

Rysunek 9.2. Destylacja wiedzy
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N\ Generowanie K

Prompt Model wstepny kandydujqcych tokendw Model gtowny Obliczanie
wejsciowy (mniejszy) (wiekszy) prawdopodobienstw
Ponowne Odrzucone Zaakceptowane
generowanije tokeny tokeny

Usuwanie Ostateczne
tokendw wyjscie

Rysunek 9.3. Dekodowanie spekulacyjne

Poczatkowy
prompt

Dekompozycja zadania:
Tworzenie listy sekcji do wygenerowania

/ [ | AN
[ Sekcja 1 ]{ Sekcja 2 ][ Sekga 3 ][ SekcjaN ]

Przetwarzanie
rownolegte

[ Laczenie sekdji ]

Koricowy artykut

Rysunek 9.4. Dekodowanie rownolegle
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Zakres FP32: 0d —50 000 do 50 000
Zakres int8: od —127 do 127

\ J

e N

Obliczanie wspétczynnika skalowania

absmax: 127
50000/ 127 = 393,7 Kwantyzaga -
¢ Wejscie : skala Wyn;l;lnts
| 25000:3937=635
Wartos¢ wejsciowa

25000

Rysunek 9.5. Kwantyzacja absmax

Rozdziat 10. taczenie LLM-6w z narzedziami zewnetrznymi

Magazyny danych

Zapytanie Kontekst + zapytanie X X
Duzy model jezykowy

Uzytkownik Mechanizm wyszukiwania

Odpowied?

Rysunek 10.1. LLM pasywnie wspétdziatajgcy z magazynem danych

Zapytanie + definicja faricucha

v..
..
.
.
A

Mechanizm wyszukiwania

Duzy model jezykowy

Uzytkownik
Odpowied?

Rysunek 10.2. Podejscie z interakcjami jawnymi

Kolorowe wersje rysunkéw
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tafcuch LLM

Uzytkownik pyta o trendy ]—-} z(iaepr;i;%‘f;agtlli
( Wykonywanie )

zapytania SQL

Generowanie
kodu analitycznego

v

Tworzenie wizualizadji

Rysunek 10.3. Przyktadowy przeplyw pracy asystenta analityka danych

D &3

Duzy model jezykowy P panus

Zapytanie
¢ API1 API2
Dekompozycja zadania - -
Uzytkownik .‘\.
‘A
Odpowied?

Mechanizm wyszukiwania

Rysunek 10.4. Typowy przeplyw pracy autonomicznego agenta opartego na LLM-ie
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Wejscie
Labezpieczenia wejsciowe

Koordynacja

Zabezpieczenia wyjsciowe Prompt petli agenta Narzedzia Magazyny danych | Weryfikatory

Wyjscie

Rysunek 10.5. System agentowy klasy produkcyjnej

System agentowy

»f LLM do generowania kodu ]

L
l Specyficzny dla dziedziny LLM 1 ]
M{——b[ Koordynator ]
; I Specyficzny dla dziedziny LLM 2 ]

[
>l LLM do wyodrebniania danych z tabeli ]

Rysunek 10.6. System agentowy z wieloma LLM-ami
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Rozdziat 11. Uczenie reprezentacji i osadzenia

Rysunek 11.1. Wizualizacja przestrzeni osadzer

Projektowanie aplikacji LLM. Holistyczne podejscie do duzych modeli jezykowych
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Tréjka 1

Kotwica: Kot $pi”

Pozytywne: , Kot odpoczywa”

[ Negatywne: Kot nie $pi” ]

Tréjka 2

Kotwica: ,Anna lubi kawe”

Pozytywne: ,Anna uwielbia kawe”

[ Negatywne: ,Anna nie lubi kawy” ]

\_ J

' \

Tréjka 3

Kotwica: ,Drzwi s3 otwarte”

Pozytywne: ,Drzwi s uchylone”

[ Negatywne: ,Drzwi s zamknigte” ]

\ J

Rysunek 11.2. Zbioér danych do dostrajania pod kgtem negacji
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Rozdziat 12. Generowanie wspomagane wyszukiwaniem

Rozszerzanie Wektorowa
zapytania baza danych

N istotnych
Etap Model dokumentéw
Zapytanie przeformutowania osadzen

uzytkownika

Wyszukiwanie Pobieranie

Ponowne Etap Etap
szeregowanie dopracowywania faczenia

Skracanie dokumentow )
Prompt + zapytanie +

wyszukane dokumenty

Generowanie
Wyjscie

Rysunek 12.1. Potok RAG

Wyszukiwanie
stow kluczowych

Dopasowywanie tekstu

v

Sprawdzanie w indeksie

) Scalanie Koricowe
Lapytanie ' . wynikéw
Wyszukiwanie oparte
na osadzeniach _—
Generowanie osadzen
Podobierstwo wektor()w]

Rysunek 12.2. Wyszukiwanie hybrydowe
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Przetwarzanie dokumentow
Korpus Model
dokumentéw jezykowy

Rysunek 12.3. Wyszukiwanie generatywne

Wyszukiwanie dokumentow

Model Wygenerowane
jezykowy identyfikatory dociD

Pseudozapytania

Obliczenia wstepne

Zbiér dokumentéw

Przetwarzanie zapytania

Zapytanie Osadzenia wyrazéw dokumentow

Osadzenia wyrazéw zapytania Tworzenie indeksu MaxSim
l Pézna interakcja l

[ Operacja MaxSim ]

v

[ Wskazniki podobieristwa na poziomie wyrazu ]

v

[ Ostateczny ranking dokumentow ]

Rysunek 12.4. ColBERT
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Dokument wejsciowy ]
(d1,d2, d3,d4)

v

v

Szeregowanie punktowe

Kazdy dokument jest
oceniany indywidualnie

Sortowanie wg ocen

Koricowy ranking:
d3—»d1—»d4—>»d2

Szeregowanie parami

Poréwnywanie par dokumentéw

d1id2:d1 lepsze
d1id3:d3 lepsze
d2id3: d3 lepsze

Zagregowane preferencje

Koricowy ranking:
d3—>d1—-»d4—>»d2

. J \

Szeregowanie listowe

Badanie catej listy jednoczesnie

Koricowy ranking:
d3—>d1—»d4—>»d2

\ J

Rysunek 12.5. Ponowne szeregowanie z uzyciem LLM-a dekoderowego
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Szablony promptow

Duzy LLM

Generowanie

[ Wiele kandydujacych streszczer ]

v

[ Dodawanie streszczenia na poczatku tekstu wej§ciowego]

Duzy LLM

Tokeny wyjéciowe

[ Obliczone prawdopodobieristwo ]

Wybieranie
najlepszego
streszczenia

Najwyzsze prawdopodobieristwo

[ Maty LLM ] [Dodawanie do zbioru treningowego]

Rysunek 12.6. Streszczanie abstrakcyjne
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Rozszerzanie Wektorowa A B
zapytania baza danych Wyszukiwanie m:t';trﬁ;('f]

Etap Model dokumentéw
Zapytanie przeformutowania osadzen

uzytkownika

Ponowne Etap Etap
szeregowanie dopracowywania faczenia

Skracanie dokumentow )
Prompt + zapytanie +

wyszukane dokumenty

Generowanie
Wyjscie

Rysunek 12.7. Kompleksowy potok RAG

A

Rejestr
procesora

Pamiec podreczna

Pamiec¢ gtdwna

Szybsza, ale drozsza
Tarisza, ale wolniejsza

Drugorzedna pamie¢ masowa

Trzeciorzedna pamie¢ masowa

Rysunek 12.8. Typowa hierarchia pamieci w systemie operacyjnym
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Trening iteracyjny

)
Pula przyktadow Uszeregowane Model Destylacja

przyktady <
x1,y1 kandydujace nagréd

X2,y2

X3,¥3

X4, y4

—_—

Rysunek 12.9. Proces LLM-R

Trening wstepny
Nieoznaczony przyktad Wynik
Kot w MASKA] Neuronowa E""°“e’ [MASKA] = butach
wyszukiwarka wiedzy wspomagany wiedza

A

& 3

=

Korpus do treningu Baza
wstepnego wiedzy
Dostrajanie

Oznaczony przyktad v Wynik

Cojest elektrownig” Neuronowa Enkoder iedienkinm
komarki? wyszukiwarka wiedzy wspomagany wiedza

Prébka
Wyszukiwanie

Dane Baza
nadzorowane wiedzy

Rysunek 12.10. Architektura REALM

Kolorowe wersje rysunkéw
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Rozdziat 13. Wzorce projektowe i architektura systemow

Prognoza wyniku
powyzej progu

[ Wejscie ]—D[ Maty LLM ]—P[ Sredni LLM ]—>[ DuzyLLM ]—>[ Koricowy wynik]
Prognoza wynikU\-V Akceptowany wynik
powyzej progu

Akceptowany wynik

Rysunek 13.1. Kaskada LLM-6w

Model 1

Rysunek 13.2. Router

System agentowy

»[ LLM do generowania kodu ]

\

l 1. LLM specyficzny dla dziedziny ]
M{--’[ Koordynator ]
;l 2.LLM specyficzny dla dziedziny ]

»l VLM do ekstrakeji tabel ]

~

Rysunek 13.3. LLM-y wyspecjalizowane w konkretnych zadaniach
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